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Resumo

O estudo do controle e manejo eficiente contra pragas e doengas tem fundamental im-
portancia na atividade agricola, em especial, a citricultura brasileira, uma vez que o pais
e lider na produ¢do mundial de laranja doce e suco concentrado de laranja. O greening
dos citros (Huanglongbing - HLB) é uma das doencas mais devastadoras na producéo de
citros e tem sido responsavel por grandes prejuizos aos produtores e, desta forma, seu
combate se faz necessério. Para isso, no mapeamento da doenga, pode-se recorrer aos
métodos estatisticos para modelar a infestacao de insetos vetores, que sdo responsaveis
pela transmissao da doenga. Neste contexto, tem-se geralmente a geracao de estudos lon-
gitudinais com medidas repetidas, no qual é avaliado o comportamento do individuo (uma
planta infectada, por exemplo) ao longo do tempo. Além disso, € necessario que se tenha
0 suporte estatistico para lidar com as respostas correlacionadas que surgem de estudos
desse tipo, e também, para modelar respostas ndo normais como contagens e proporgdes.
Na literatura, encontra-se a aplicagao de modelos lineares generalizados mistos (MLGM)
e modelos aditivos para locacao, escala e forma (GAMLSS) como principais metodolo-
gias. Nesse sentido, o objetivo do trabalho foi modelar a presencga de insetos vetores em
pomares comerciais de laranja com incidéncia de HLB associado a possiveis fatores ex-
plicativos, utilizando as metodologias MLGM e GAMLSS e propondo uma discussao entre
tais abordagens. A variavel resposta considerada foi a contagem de insetos capturados no
experimento e, portanto, foram selecionadas as distribui¢cdes de probabilidade Poisson Ge-
neralizada, Poisson Normal Inversa, Binomiais Negativas Tipo | e Tipo I, Familia Binomial
Negativa, Beta Binomial Negativa, Sichel e Delaporte. Os resultados indicaram que a distri-
buicao Binomial Negativa, pertencente a familia exponencial de distribuigdes, teve o melhor
desempenho dentre as distribui¢coes testadas. Com relagdo as metodologias, constatou-se
que o modelo linear generalizado misto néo foi capaz de modelar adequadamente devido
a heterogeneidade da variancia. Assim, utilizou-se a flexibilidade da metodologia GAMLSS
para modelar o parametro de escala da distribuicdo e com isso, obteve-se um modelo
adequado e com os pressupostos satisfeitos.

Palavras-chave: Modelos de regressao; Dados longitudinais; Medidas repetidas; Efeitos
aleatérios.



Abstract

The study of efficient control and management against pests and diseases is of funda-
mental importance in agricultural activity, especially in Brazilian citrus industry, since the
country is the leader world’s production of sweet orange and concentrated orange juice.
Citrus greening (Huanglongbing - HLB) is one of the most devastating diseases in citrus
production and has been responsible for great losses to producers and, therefore, its com-
bat is necessary. For this, in mapping the disease, statistical methods can be used to model
the infestation of vector insects, which are responsible for the transmission of the disease.
In this context, there is generally the generation of longitudinal studies with repeated mea-
sures, in which the behavior of the individual (an infected plant, for example) is evaluated
over time. Furthermore, it is necessary to have statistical support to deal with correlated
responses that arise from studies of this type, and also to model non-normal responses
such as counts and proportions. In the literature, it is found the application of generalized
linear mixed models (GLMM) and generalized additive models for location, scale and shape
(GAMLSS) as main methodologies. In this sense, the objective of this work was to model
the presence of vector insects in commercial orange orchards with an increase in HLB as-
sociated with possible explanatory factors, using the MLGM and GAMLSS methodologies
and proposing a discussion between such approaches. The response variable considered
was the number of insects captured in the experiment and, therefore, the Generalized Pois-
son, Inverse Normal Poisson, Type | and Type Il Negative Binomials, Negative Binomial
Family, Negative Binomial Beta, Sichel and Delaporte were selected. The results indicated
that the Negative Binomial distribution, belonging to the exponential family of distributions,
had the best performance among the distributions tested. Regarding the methodologies,
it was found that the mixed generalized linear model was not able to model properly due
to the heterogeneity of the variance. Thus, the flexibility of the GAMLSS methodology was
used to model the scale parameter of the distribution and with that, an adequate model was
obtained, with the assumptions satisfied.

Keywords: Regression Models; Longitudinal data; Repeated measures; Random effects.
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13

Introducao

A agricultura é uma das principais bases da economia brasileira, sendo o agro-
negocio responsavel por impulsionar o PIB do pais e segurar a atividade econ6mica em
momentos de recessado, uma vez que o Brasil € um dos maiores exportadores de produtos
agricolas do mundo. Neste cenario, a citricultura se destaca como uma das atividades mais
relevantes do setor, dado que o Brasil € o lider na produ¢do mundial de laranja doce e de
suco concentrado de laranja. Com isso, varias pesquisas tém sido produzidas em busca de
respostas em relagdo a melhoramentos na producgao e prejuizos causados por doengas e
pragas, fornecendo dados que devem ser analisados com o apoio da Estatistica no intuito
de subsidiar os interesses do pesquisador.

Nesse sentido, os dados gerados por pesquisas desse tipo sdo, geralmente, de
natureza discreta ao representar contagens de organismos em uma planta e a presencga
ou auséncia de uma determinada doencga, por exemplo. Além disso, em alguns casos,
tem-se o interesse em acompanhar o comportamento da resposta ao longo do tempo,
caracterizando dados longitudinais e com medidas repetidas. Desta forma, a escolha da
metodologia adequada para a constru¢ao de um modelo deve respeitar a natureza dos
dados e o planejamento do experimento.

Destaca-se, na literatura, a utilizagao de modelos lineares mistos (MLM) e modelos
lineares generalizados (MLG), propostos por Laird e Ware (1982) e Nelder e Wedderburn
(1972), respectivamente, que permitem a introducao de correlacdo entre as respostas e
a definicao de uma distribuicdo de probabilidade diferente da normal. Com a evolugéo da
pesquisa, surgem os modelos lineares generalizados mistos (MLGM) unificando caracte-
risticas dos modelos lineares mistos, a partir da introducao dos efeitos aleatérios, e dos
modelos lineares generalizados, com distribuicdo de probabilidade pertencente a familia
exponencial. Desta forma, foi possivel expandir o leque de possibilidades com relacao a
modelagem de dados com estrutura aninhada e/ou medidas repetidas com distribuicao nao
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normal, por exemplo.

Ainda mais recente, Rigby e Stasinopoulos (2005) propuseram uma classe ainda
mais genérica do que a familia exponencial de distribuicdes, permitindo a modelagem de
dados com caracteristicas diversas por meio dos parametros populacionais e uma fungao
de ligagdo apropriada. Com isso, é possivel abranger situagbes em que a distribuicao
normal ou as distribuic6es pertencentes a familia exponencial ndo sdo adequadas para o
ajuste.

Em relacdo a area de aplicacdo do experimento, uma das principais € mais de-
vastadoras doencas que atinge a producao de citros € o Huanglongbing (HLB), também
conhecida como greening dos citros, nativa da Asia e, atualmente, presente em outras par-
tes do mundo. Esta relacionada com trés espécies de a-proteobactérias pertencentes ao
género Candidatus Liberibacter, a saber, Candidatus Liberibacter africanus (CLaf), asiati-
cus (CLas) e americanus (CLam). A transmissédo da doenga pode ocorrer tanto por enxertia
quando por insetos vetores, que transportam a bactéria pela saliva (BOVE, 2006).

Os insetos vetores associados a transmissdo do HLB séo os psilideos asiatico (Di-
aphorina citri) e africano (Trioza erytreae), sendo o primeiro responsavel pela transmissao
de ClLas na América do Norte e na Asia, e no Brasil, pela transmissao tanto de Clas
quanto de CLam. J4 o psilideo africano transmite CLaf no Oriente Médio e na Africa. A
transmissao da bactéria pelo inseto infectado ocorre pela saliva quando este alimenta-se
das folhas, enquanto que um psilideo sadio pode adquirir o patégeno alimentando-se de
uma arvore infectada (HALBERT; MANJUNATH, 2004).

Existem varios problemas relacionados ao HLB, uma vez que o controle da doenca
e a eliminacdo de plantas infectadas é de dificil execucao. Alguns dos motivos para tal
agravante é que os sintomas da doenca demoram para se manifestar e torna-se dificil
identificar as plantas realmente infectadas. Além disso, os insetos vetores percorrem tanto
curtas quanto longas distancias e, portanto, as areas que nao sao controladas, como es-
pacos abandonados e areas vizinhas, possibilitam a propagacédo da doenga. Nao menos
importante, o fator custo também torna o problema ainda maior quando a doenga pode
acarretar em perdas econdmicas devido a devastagao, e ainda, exige investimentos para o
controle da doenga. Algumas das possibilidades no combate ao HLB envolvem a remocgao
de arvores infectadas e pulverizagao de inseticida para controlar a propagacgao do psilideo,
além do plantio de mudas livres da doenca (BOVE, 2006).

Portanto, entender mais a respeito da distribuicdo e o comportamento dos insetos
vetores de HLB em relacdo ao ambiente de producgao de citros é fundamental para que se
tracem estratégias de controle e manejo da doencga. Assim sendo, o estudo abordado no
trabalho consistiu em realizar o monitoramento da altura de dispersao por voo de D. Citri
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e, também, de outras espécies de insetos vetores presentes em pomares comerciais de
laranja com a presenca de plantas sintomaticas da doenga. Objetiva-se encontrar mode-
los estatisticos com distribuicdo para a variavel resposta contagem de insetos que fornega
um bom ajuste para subsidiar os interesses do experimento em questdo, com base na te-
oria apresentada, em particular, com enfoque em modelos lineares generalizados mistos
(MLGM) e modelos aditivos para locagao, escala e forma (GAMLSS). Serao levados em
consideragao possiveis variaveis explicativas e efeitos aleatérios que podem exercer in-
fluéncia sobre o comportamento da distribuicdo dos insetos e diferentes distribuicdes de
probabilidade serdo testadas em busca de um melhor ajuste.
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Os modelos lineares mistos podem ser definidos como uma classe de modelos esta-
tisticos para variaveis respostas continuas e erros normalmente distribuidos, mas com os
pressupostos de independéncia e homocedasticidade dos modelos classicos de regressao
sendo flexibilizados com a incluséo de efeitos aleatérios. O nome se d& pelo fato de que
tais modelos sdo lineares nos parametros e compdem um misto de efeitos fixos e efeitos
aleatérios (WEST; WELCH; GALECKI, 2007).

A possibilidade de incluir correlacédo entre as observacdes e modelar a variancia atribui
grande importancia aos modelos lineares mistos devido a possibilidade de analisar dados
hierarquicos, longitudinais e com medidas repetidas. Isto €, individuos pertencentes a um
mesmo grupo, para o caso de dados hierarquicos, e medidas realizadas em um mesmo
individuo, sob diferentes condi¢des, ndo podem ser consideradas independentes e um mo-
delo de regressao linear cldssico ndo deve ser utilizado. Na literatura, a teoria de modelos
lineares mistos foi discutida e aplicada extensivamente por varios pesquisadores tais como
Pinheiro e Bates (2006), McCulloch e Searle (2001), Diggle et al. (2002), Fitzmaurice, Laird
e Ware (2012), dentre outros.

West, Welch e Galecki (2007) apresentam um guia pratico e didatico de modelos line-
ares mistos com o uso de softwares estatisticos. Oliveira et al. (2021) propuseram uma
aplicacdo de modelos lineares de efeitos mistos para avaliar a densidade basica da ma-
deira de Eucalyptus, considerando diferentes espécies. Segundo os autores, a qualidade
dos produtos madeireiros esta associada principalmente a densidade basica, sendo esta
influenciada por diversos fatores nao mensurados. Deste modo, o objetivo da aplicagao
foi considerar a variabilidade entre espécies de arvores, entre individuos de uma mesma
espécie ou dentro de tronco em uma mesma arvore, caracterizando correlagdo entre as
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observagoes.

A teoria dos modelos lineares generalizados (MLG), proposta por Nelder e Wedder-
burn (1972), também surge como uma alternativa aos modelos classicos de regressao, no
sentido de que a distribuicdo da variavel resposta deve pertencer a familia exponencial de
distribuigbes, permitindo também a modelagem de dados discretos. Dentre alguns auto-
res que discutem a teoria estdo McCullagh e Nelder (1989), Dobson (2002), Cordeiro e
Demeétrio (2008), Fox (2015) e Hardin e Hilbe (2018).

Na area florestal, foram desenvolvidos trabalhos como o de Hess et al. (2015), que em-
pregou a teoria de modelos lineares generalizados na andlise do crescimento de altura de
Pinus Taeda L. devido a sua importancia na exploracao da capacidade produtiva do local,
segundo os autores. Ja na area da saude, Tuan, Venancio e Nascimento (2016) analisa-
ram os efeitos da exposi¢ao a poluentes do ar no infarto agudo do miocardio utilizando uma
regressao de Poisson, enquanto que em Santos et al. (2017), um modelo binomial nega-
tivo foi utilizado no estudo da relagéo das variaveis climaticas na prevaléncia de infeccao
respiratdria aguda, em criangas menores de dois anos em Rondondpolis/MT.

Conforme Fox (2015), a aplicagdo de modelos lineares foi amplamente estendida com
a metodologia dos modelos lineares generalizados, possibilitando distribuicdes diferentes
da normal para a variavel resposta. Da mesma forma, os modelos lineares mistos podem
ser estendidos com a metodologia dos modelos lineares generalizados mistos (MLGM),
que se beneficia dos avancos metodologicos das duas classes de modelos apresentadas
anteriormente, incluindo efeitos aleatérios na modelagem do problema.

Em anestesiologia veterinaria, Galdino (2015) prop0s a avaliacao de dores abdominais
em vinte e quatro equinos utilizando a metodologia dos modelos lineares generalizados
mistos, com distribuicdo de probabilidade Bernoulli para a resposta “olhar o flanco”, um
comportamento comum em equinos com dores abdominais. Os animais foram observados
por cinco avaliadores em quatro momentos distintos, caracterizando dados com medidas
repetidas e, portanto, adequado ao uso de MLGMs. A partir do modelo ajustado, os autores
conseguiram modelar a razao de chances da resposta relativa aos efeitos principais consi-
derados, e com isso, obtiveram resultados condizentes ao esperado pelos pesquisadores.

Oliveira e Andrade (2019) estudaram a padronizacao da taxa de captura na pesca de
espadarte, Xiphias gladius, utilizando modelos lineares generalizados e modelos lineares
generalizados mistos. Os dados da taxa de captura por unidade de esforgco (CPUE) tém
sua importancia na gestao para as pescarias e, frequentemente, suas estimativas séao cal-
culadas baseadas no fator ano utilizando MLG e MLGM. Ainda, segundo os autores, 0 uso
de MLGMs na ciéncia da pesca é recomendado devido aos registros de captura e esforgco
serem realizados em diferentes momentos mas nas mesmas embarcagdes, caracterizando
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possivel correlacdo entre as observacées. Como resultado, concluiu-se que as estimativas
sugerem que a pesca atuneira tem sido realizada de forma sustentavel, em conformidade
com as conclusdes e recomendacoes do ICCAT.

Uma extensao ainda maior das classes de modelos citadas anteriormente é o GAMLSS
(Generalized Additive Models for Location, Scale and Shape), que permite o ajuste de va-
ridveis resposta cuja distribuicao de probabilidade pertenca a uma classe mais genérica em
relacdo a familia exponencial e a modelagem de outros momentos da distribuicado por meio
da especificacao do preditor linear e de uma funcao de ligacao apropriada. Além disso,
possibilita a inclusao de efeitos aleatorios e de fung¢des de suavizagao, lineares ou nao line-
ares, no preditor linear, de tal modo que sao conhecidos por serem semi-paramétricos. Na
literatura, pode-se consultar Rigby e Stasinopoulos (2005), Stasinopoulos e Rigby (2008)
e Stasinopoulos et al. (2017).

Serinaldi (2011) utilizou a classe de modelos aditivos generalizados para locagao, es-
cala e forma (GAMLSS), na previsao de curto prazo do prego de eletricidade, como uma
alternativa aos atuais métodos estocasticos utilizados para essa finalidade. O autor com-
parou a abordagem utilizada com resultados obtidos por diferentes modelos e concluiu que
o GAMLSS, por meio de uma estrutura considerada simples, fornece mais uma ferramenta
de validacao cruzada com resultados satisfatérios.

Mayr et al. (2012) aplicaram GAMLSS a dados de guia de aluguel em Munique, Ale-
manha, para calcular o aluguel médio em funcéo de caracteristicas espaciais e do préprio
imovel. Propuseram um algoritmo boosting, por meio do pacote gamboostLSS no R, que
permite, simultaneamente, a estimativa dos efeitos do preditor e a sele¢cao de variaveis,
para contornar limitagcoes relacionadas a alta dimensédo dos dados e quantidade elevada
de covariaveis.

Mais recentemente, na area ambiental, S&, Turkman e Pereira (2018) estudaram a re-
lac&o entre a incidéncia de incéndios e variaveis explicativas, tais como vegetagéo, preci-
pitacao e fatores antropogénicos, e Pitt et al. (2020) exploraram a frequéncia e a gravidade
dos riscos catastroficos associados a varidveis consideradas como fatores de risco, tais
como variaveis geograficas, metereoldgicas e climaticas, utilizando modelos GAMLSS.

Em particular, referente a dados agronémicos, geralmente se tem dados binominais,
proporgdes, contagens e excesso de zeros, o que limita boa parte dos modelos que po-
dem ser utilizados nestas circunstancias, isto é, para dados ndo normais. Em alguns casos,
tem-se dados longitudinais com medidas repetidas, que também necessita de uma aborda-
gem correta para lidar com a dependéncia entre medidas realizadas no mesmo individuo.
Destaca-se, nesse cenario, o uso de modelos lineares generalizados mistos, que concilia
todas as caracteristicas mencionadas.
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Carvalho (2019) realizou uma pesquisa bibliografica a respeito de anélises estatisti-
cas na area das Ciéncias Agrarias com o objetivo de atestar a relacao entre a qualidade
e a negligéncia da estatistica. Posteriormente, discutiu métodos considerados mais ade-
quados na modelagem de dados agronémicos, dentre 0s quais estdo os modelos lineares
generalizados, modelos aditivos generalizados e anélise bayesiana.

Almeida et al. (2016) utilizaram um modelo binomial negativo com excesso de zeros
para modelar o nimero de plantas infectadas por Huanglongbing em pomares comerciais
de laranja, na regiao noroeste do Parand. Alves (2017) utilizou a teoria dos modelos linea-
res generalizados com o objetivo de verificar a existéncia de caracteristicas de variedades
citricas de copa e porta-enxerto que afetam os aspectos bioecolégicos do inseto Diapho-
rina Citri, patégeno de Huanglongbing. Batista (2020) propbés os modelos COM-Poisson,
Poisson generalizada restrita, double Poisson e contagem gama que, por meio de um
parametro adicional para flexibilizar a andlise dos dados, sao alternativos aos modelos
tradicionais para problemas de contagem com superdispersao e/ou subdispersao.

Também encontra-se na literatura o uso de estatistica espacial ou geoestatistica, que
estuda o comportamento de dados com variabilidade espacial. Nesse sentido, Nava (2018)
utilizou um modelo binomial com distribuicao espacial em uma aplicagdo de infestagao de
Spodoptera frugiperda em plantacdo de milho. Grego (2019) utilizou a teoria dos modelos
lineares generalizados geoestatisticos (MLGG), com distribuicdo de Poisson, na modela-
gem espacial da ocorréncia de Huanglongbing em plantas doentes.

Nesse sentido, destaca-se grande importancia atribuida aos modelos lineares genera-
lizados e modelos lineares generalizados mistos, com diferentes abordagens sendo pro-
postas na literatura. Com o recente avango metodoldgico provocado pelos modelos aditi-
vos generalizados para locacao, escala e forma (GAMLSS), as possibilidades aumentaram
significativamente. Embora haja alguns trabalhos envolvendo dados de contagem na area
agrondmica, notou-se uma escassez associada a dados com medidas repetidas no mesmo
individuo. Assim, a proposta deste trabalho é realizar uma modelagem adequada conside-
rando a estrutura dos dados, a fim de encontrar um bom ajuste e discutir os resultados a
partir das metodologias apresentadas.
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EEEEss—————— Capitulo 2  —————

Materiais e Métodos

2.1 Materiais

A citricultura brasileira tem grande importancia para a economia do pais, tendo partici-
pacéao relevante na geracao de empregos, balanca comercial e contribuicdo para o PIB do
pais. O Brasil é o lider na produgao mundial de laranja doce juntamente com Estados Uni-
dos, China e india, sendo majoritariamente produzida no estado de Sdo Paulo e seguido
por Minas Gerais, Parana, Bahia e Rio Grande do Sul, em menor relevancia. Estima-se que
o Brasil é responsavel por mais de 30% da producao mundial de laranja, e com relagao ao
suco concentrado de laranja, detém mais de 50% da produg¢do mundial sendo que quase a
totalidade produzida no pais é exportada. Desta forma, dada a importancia da producao de
citros para a atividade econémica do pais e, em especial, para os produtores que depen-
dem dessa atividade, se faz necessario o combate eficiente contra pragas e patégenos que
podem potencialmente limitar ou dizimar totalmente a producao (TENNANT et al., 2009).

A conducao experimental foi realizada na cidade de Paranavai, Parana (23°01’50”S,
52°23'18”W) pela aluna Wérica Bruna da Silva Valim em seu trabalho de mestrado em
Agronomia. Foram realizados dois estudos em pomares comerciais de laranja com inci-
déncia de HLB, sendo o primeiro localizado no Sitio Nossa Senhora Aparecida, na PR258
que liga a cidade de Paranavai a Sdo Joao do Caiua, Km 05, e o segundo, localizado a
3 km, a frente do primeiro experimento. A estrutura do planejamento foi a mesma para
as duas localizagbes, em cada uma delas, foram selecionados trés talhdes (Figura 2.1) e
dentro de cada talh&o, inseridos bambus em quatro pontos selecionados aleatoriamente
para fixacao das armadilhas adesivas (VALIM, 2021).

O experimento consistiu no monitoramento do inseto vetor Diaphorina citri, dos insetos
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Figura 2.1 — Localizacdo das &reas experimentais.
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pertencentes a ordem Hemiptera: Sternorrhyncha, superfamilia Psylloidea, e de tripes dos
citros (Frankliniella insularis), utilizando armadilhas adesivas amarelas de tamanho qua-
drado (10cm x 10cm) fixadas em bambus perfurados em trés alturas diferentes: 2,5m, 4,5m
e 7m. A presencga dos insetos no local provocou sua captura pelas armadilhas adesivas,
permitindo, posteriormente, a identificagdo e contagem de cada espécie (Figura 2.2).

As armadilhas foram coletadas em periodos de 15 dias durante trés meses, totalizando
sete coletas, sendo etiquetadas com identificacdo de data, local, talhdo e ponto, emba-
ladas em sacos plasticos transparentes e refrigeradas para preservar a integridade dos
insetos. Em laboratério, foram avaliadas com lupa binocular para triagem, levantamento e
identificagdo dos vetores (VALIM, 2021).

Deste modo, tem-se um estudo longitudinal hierarquico dividido em duas localizagdes,
no qual a contagem dos insetos foi realizada ao longo do tempo, durante trés meses, em
intervalos quinzenais, totalizando sete momentos diferentes para cada unidade observaci-
onal. Assim, tem-se trés talhdes em cada localizagao, quatro pontos em cada talhao e trés
alturas em cada ponto, observados ao longo de sete coletas, totalizando 3 x4 x 3 x 7 = 252
observacdes em cada localizacdo e 504 no banco de dados completo. Por meio do deli-
neamento do estudo, é possivel verificar a distribuicao dos insetos em diferentes locais
do pomar, bem como avaliar sua presenga nas diferentes alturas consideradas e ao longo
do tempo, e com isso, possibilitar uma assertividade maior na elaboracdo de um plano de
acao.
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Figura 2.2 — Coleta das armadilhas adesivas amarelas fixadas em pomar comercial de la-
ranja, em que: 1, 2 e 3 — Armadilha em campo; 4 — Armadilha sequenciada
para ser identificada; 5 — Armadilhas protegidas e identificadas; 6 — Separacao
das armadilhas por talhdo e pontos; 7 — Analise em lupa binocular e anotagao
de contagem de insetos vetores; 8 — Armadilha vista com lupa; 9 — Identifica-
¢ao de Diaphorina citri.

2.2 Métodos

2.2.1 Modelos Lineares Mistos

Laird e Ware (1982) propdem e discutem a formulagdo de um modelo em dois estagios
que apresenta caracteristicas desejaveis para a modelagem de dados correlacionados,
como ocorre em estudos longitudinais e com medidas repetidas, uma vez que as obser-
vagcdes tomadas em um mesmo individuos ndo podem ser consideradas independentes.
O modelo consiste de efeitos fixos e aleatérios e permite a modelagem da variabilidade
na relagdo entre a resposta meédia e as variaveis explicativas devido a heterogeneidade
da populacao de individuos. Modelos desta natureza sdo chamados de modelos lineares
mistos, também conhecidos por modelos de efeitos mistos e modelos Laird-Ware.

Algumas das principais caracteristicas desses modelos envolvem a possibilidade de



Capitulo 2. Materiais e Métodos 23

trabalhar com dados desbalanceados e modelar a variabilidade intra individuo e entre gru-
pos de individuos, este ultimo para dados hierarquicos. O modelo linear classico € um
caso particular da classe de modelos lineares mistos, quando contém apenas efeitos fixos
no modelo.

A formulacao geral dos modelos lineares mistos para o vetor de respostas Y;, de tama-
nho n; x 1, para o ¢-ésimo individuo, é dada na forma matricial por

Y,=X.8+Zb,+€, 1=1,--- N

(2.2.1)
b; ~N(0,G), ¢, ~N(0,R;),
isto €,
Y; 1 i ... 2| |Bo Ty Tz ... Tig| |1 €1
VISl s ] eea
Y., 1 pa oo Zngpl| |Bp Tn;l Tn2 --- Tnyg| |bg €n,

sendo N a quantidade de individuos, com n; observacdes para o -ésimo individuo. X;, de
dimensao n; X p, € a matriz do modelo associada aos efeitos fixos e 3, de dimensao p x 1,
€ o vetor de coeficientes (efeitos fixos). Z; é uma matriz de dimensao n; x ¢, que pode
ser um subconjunto de X; (¢ < p), com as variaveis explicativas que serdo modeladas
como aleatérias no modelo (apenas intercepto ou inclinacao aleatéria, por exemplo). Os
termos aleatérios sdo modelados pelo vetor b;, de dimenséo ¢ x 1, com distribuicdo normal
multivariada com vetor de médias zero e matriz de covariancia G, e por €;, que € o vetor
de erros aleatérios do modelo com distribuicdo normal multivariada com vetor de médias
zero e matriz de covariancia R;, sendo que b; e €; sdo independentes entre si.

Pinheiro e Bates (2006) descrevem uma formulacédo basica e uma formulagao geral
dos modelos lineares mistos. Na formulagdo mais simples, os erros €; sdo considerados
independentes e homocedasticos, isto &, R; = o?I. Na formulagéo geral estendida, a mo-
delagem pode ser feita permitindo que os erros (intra individuo) sejam heteroscedasticos
e correlacionados, enquanto os erros para diferentes individuos ¢ sdo independentes entre
si e independentes de b;, assim como na formulagao basica.

De acordo com Costa (2003), algumas razées para se incluirem parametros de covari-
ancia, isto é, realizar a modelagem das matrizes G e R;, sao:

» as unidades experimentais sobre as quais os dados sao medidos podem ser colo-
cadas em grupos e os dados de um grupo comum sao correlacionados. Isso pode
ocorrer com dados de familias, ninhadas, colénias e pessoas que habitam a mesma
casae
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» medidas repetidas sdo tomadas sobre a mesma unidade experimental e podem ser
correlacionadas. A natureza dessas medidas pode ser multivariada. Exemplos co-
muns sao dados observados ao longo do tempo, chamados dados longitudinais
(COSTA, 2003).

Desta forma, a modelagem da variabilidade dos dados pode ser feita escolhendo-se
adequadamente a estrutura das matrizes de variancias e covariancias dos efeitos aleat6-
rios e dos residuos, G e R;, respectivamente. Portanto, a partir do modelo (2.2.1), tem-se

EY;) = XiB
V(IT’(Y;') = ZZGZZI—FR% (2.2.3)

com as matrizes G e R; definidas anteriormente.

Fitzmaurice, Laird e Ware (2012) ressaltam que, nos modelos lineares mistos, € neces-
saria a distincao entre a média marginal de Y; e a média condicional. A média condicional
(ou especifica por individuo) de Y;, dado b;, é escrita como

E(Yi|b;) = XiB + Z;b;, (2.2.4)

isto &, b; representa o desvio da resposta média populacional, X;3, devido ao sujeito
especifico . Podemos mostrar ainda que

Var(Y;|b;) = Var(X;B8+ Z;b; + ¢€;)
0
= Var(X; :bi) + Var(e;) (2.2.5)

Por outro lado, a média marginal (ou populacional) de Y; é calculada quando tomamos
a média sobre a distribuicdo dos efeitos aleatdrios b;, isto €,
E(Y;) = E(E(Yi|b))

= E(XiB+ Z:b;) (2.2.6)
0

= XiB+ ZiM

= X8
e, além disso,

Var(Y;) = Var(X:B+ Z;b; + €;)

0
= VarfXiB) + Var(Zb; + &) (2.2.7)

= Z,GZ+R,.
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Portanto, de acordo com os resultados apresentados acima para os modelos marginal
e condicional, os modelos lineares mistos devem satisfazer

e
Y;lb; ~ N(XiB+ Z;b;, R;) (2.2.9)
b; ~ N(0,G).

2.2.1.1 Matrizes de Covariancias

Conforme discutido anteriormente, a variabilidade da resposta pode ser modelada por
meio da especificagdo das matrizes de covariancias G e R;. Nos casos mais simples, a
matriz de covaridncia para o erro aleatério e é modelada como R = ¢2I, indicando ho-
mocedasticidade e independéncia entre os erros. No entanto, uma grande vantagem dos
modelos lineares mistos consiste em possibilitar a especificacdo de uma classe de modelos
mais abrangente, a partir da modelagem dessas matrizes.

O artigo de Wolfinger (1993) traz uma boa discussdo em relagdo a modelagem da
variancia e inferéncia, sob a 6tica da teoria dos modelos lineares mistos. Na Tabela 2.1,
algumas das estruturas de covariancias mais comuns sao apresentadas.

Para a selecdo do modelo, podem-se utilizar testes da razdo de verossimilhangas, para
modelos aninhados, ou critérios de informacéao tais como AIC (Critério de Informacao de
Akaike) e BIC (Critério de Informagao Bayesiano) para a comparagcao dos modelos com
diferentes estruturas.

2.2.1.2 Estimagéo por Maxima Verossimilhanga

Um dos métodos mais comuns de estimacao dos parametros do modelo consiste na
maximizacao da funcéo de verossimilhang¢a que, considerando uma amostra aleatéria de
tamanho N, é dada por

1(0) =T {2m) "V i(e)| * 2210
exp [~5 (v~ XBY'V )y, - X8|}

emque 8 = (B7,a")T, Vi(a) = Var(Y;) = ZGZ' + R; é a matriz de variancias e
covariancias do modelo e a, neste caso, representa o vetor dos parametros de variancia
das matrizes G e R; do modelo, conhecidos por componentes de variancia. De acordo com
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Tabela 2.1 — Estruturas de Matrizes de Covariancia

Estrutura Notagao Matriz
0.2
. 0_2
Diagonal | o2
0,2
oA
2
Componente de Variancia VC(A B) oA 2
B
oh
o+ o1 o1 o1 o1
2
Simetria Composta CS otror o o1
o°+ o0 o1

02—|—01

2
011 O12 013 014

~ (2 2 (2
N&o-estruturada UN 22 023 O

Autoregressiva de primeira ordem AR(1) o? f p

Fonte: Wolfinger (1993).

Laird e Ware (1982), com a suposicao de que a € conhecido, a partir da maximizacao de
L(0), o estimador de maxima verossimilhanca de 3 coincide com o estimador de minimos
quadrados, isto é
. N -1 N
Bla) = (Z x[ m&) > X[ Wiy, (2.2.11)
i=1 =1

com W; = V; Ha).

Se « for desconhecido, pode-se utilizar uma estimativa adequada & para estimar 3,
utilizando W; = W;(&) em (2.2.11). Portanto, tem-se que

N -1 N
B(&) = (Z X?WiXi> S XTWiy,. (2.2.12)
i=1 i=1

O método da maxima verossimilhanca também é frequentemente utilizado para a esti-
macgao das componentes de variancia, por meio da maximizagao da funcéo em (2.2.10) em
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relacdo a . No entanto, segundo Laird e Ware (1982), as estimativas de a sédo viesadas
para baixo pois ndo levam em consideracao a perda dos niumeros de graus de liberdade
na estimagéao dos efeitos fixos, 8. Desta forma, para corrigir o problema do viés, a estima-
cdo de «a é feita por meio da méaxima verossimilhanca restrita, uma adaptagdo em L(6).
Verbeke e Molenberghs (2000) mostram que a verossimilhanca restrita é dada por

N -3
SN XTW, X, L(6), (2.2.13)

i=1

LREML<0) =

que pode ser maximizada em relagdo a todos os parametros simultaneamente, a e 3,
uma vez que ‘ZZN:I XZ.TWZ-Xi nao depende de B (VERBEKE; MOLENBERGHS, 2000).
Para mais detalhes, consultar Patterson e Thompson (1971), Harville (1974) e Verbeke e
Molenberghs (2000).

Para a maximizagao das fung¢des de verossimilhanca é necessario empregar métodos
iterativos tais como o método de Newton-Raphson e o algoritmo EM, este ultimo descrito
por Laird e Ware (1982) sob uma perspectiva bayesiana.

2.2.2 Modelos Lineares Generalizados (MLG)

Os modelos lineares generalizados (MLGs) foram propostos por Nelder e Wedderburn
(1972) como uma classe de modelos cuja distribuicAdo da varidvel resposta pertenca a
familia exponencial. Além disso, a relagdo entre a média e a estrutura fixa do modelo
pode ser modelada por uma funcéo de ligacao, monétona e diferenciavel, permitindo que
o preditor linear se relacione com uma transformagdo da média. O modelo de regressao
linear classico € um caso particular dos MLGs quando a resposta segue uma distribuicéo
normal e a fungao de ligacao é a identidade. Desta forma, os MLGs surgem como uma
alternativa natural aos modelos tradicionais de regressao, flexibilizando as suposi¢oes de
normalidade para a resposta e a relacédo funcional entre a média e o preditor linear.

Para uma amostra aleatéria Y associada a um conjunto de varidveis explicativas ¢ =
(21, x9,...,x,), tem-se que a formulagdo dos modelos lineares generalizados segue uma
estrutura de trés partes, a saber, um componente aleatério, um componente sistematico e
uma fungéo de ligagdo. Considerando uma amostra aleatéria de tamanho N, segue que:

1. Componente aleatorio: o componente aleatério é representado por um conjunto de
variaveis aleatorias Y7, Ys, ..., Yy independentes e identicamente distribuidas, cuja
distribuicao pertence a classe exponencial de distribuicdes na forma candnica. A
f.d.p. de Y; pode ser escrita como

f(yi; 05, 0) = exp{d [yt — v (6:)] + c(yi, 9)} (2.2.14)
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sendo E(Y;) = u;, i =1,2,..., N. Temos que 6; é chamado de parametro candnico,
¢ € o parametro de dispersdo e as fungdes ¥(.) e ¢(.) sdo conhecidas. Cordeiro e
Demétrio (2008) mostram, a partir da definicdo da fungéo escore, que

ol

U=—-=9¢'ly—1'(0)
g@l (2.2.15)
! . R/
U= =7 0)

sendo [ = log f(y; 0, ¢). Por outro lado, assumindo validas as condi¢des de regulari-
dade, temos que

ol
E{U)=E (aa) =0

(2.2.16)
021 o\’
Portanto, de (2.2.15) e (2.2.16), a esperanca pode ser calculada como
E(U)=E{¢"ly—¢'(0)} =0
-1 g _
o [B(Y) —¢/(6)] = 0 22.17)

EY)—-¢'(0)=0

E(Y) =¢'(0) = p.
Analogamente, a partir da segunda equacao em (2.2.16), podemos calcular a varian-
cia:

o1\ > -1 / 2 _ —L"(0) = il
(ae) ] — —B{6 g~ O] =~ () —E(%)

—E{¢7*ly —¢/(0)]*} = —¢7'4"(0)

K

(2.2.18)
¢ Ely —¢'(0)) = ¢~ '¢"(0)
¢ WVar(Y) = ¢~ 4" (6)
Var(Y) = ¢9"(0),

em que ¢"(0) = V() é denominada fungdo de variancia. Segundo Paula (2013), a
fungéo de variancia caracteriza uma classe de distribuigdes na familia exponencial
e, portanto, possui um papel importante. Algumas das distribuicdes pertencentes a
familia exponencial sdo Normal, Normal Inversa e Gama, para os casos continuos, e
Binomial, Binomial Negativa e Poisson nos casos discretos. A Tabela 2.2 apresenta
essas distribuicoes e os elementos da familia exponencial de cada uma.
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2. Componente sistematico: consiste de um vetor de combinagdes lineares n; = x; 8,
i=1,2,..., N, entre as variaveis explicativas independentes z;, z;2, . . . , T;, € S€us
coeficientes 3y, (s, . . ., B, para cada Y;, sendo n = (n1,72,...,mn)" chamado de
preditor linear:

Bo
B
= [1 Tir - fvz-p] | =Pt aabit . il (2.2.19)

Br

3. Funcao de ligacao: uma fungao que liga os componentes aleatério e sistematico por
meio de uma transformacao da média da variavel resposta Y; e sua estrutura linear
(sistematica), tal que

ni = xif = g(:) (2.2.20)

e g é uma fungdo monoétona e diferenciavel. Quando g(u;) = 0;, tem-se uma fungéo
de ligacédo candnica e portanto, um modelo de regressao candnico.

Portanto, a escolha de um modelo apropriado passa pela definicdo dessas trés par-
tes, observado o tipo de resposta da variavel aleatéria, uma estrutura linear e a escolha
apropriada de uma funcéao de ligacao.

2.2.2.1 Estimagéo por Maxima Verossimilhanga

A estimacgao dos parametros 3 pode ser feita pelo método da maxima verossimilhancga.
A partir da equacao (2.2.14), a funcao de verossimilhanga é definida como

L(0) = 1 f(wi; i, 0) = [ exp{o~"[yi0i — ¥(6:)] + (i, ¢) }
=1 =1 (2.2.21)

N

= exp {Z {Qb_l[yiei — (6;)] + c(yi, ¢)]}
=1

com L(0) = L(0, ¢,y), simplificando a notagdo. Chamamos de log-verossimilhanga, 1(8),

o logaritmo da verossimilhanga definida acima, ou seja,

N

1(8) = L(6) =Y |67 [y:bi — ¥(6:)] + c(y, 6)| (2.2.22)

=1
A estimacéao pelo método da verossimilhanca consiste em derivar a log-verossimilhanga

em funcdo dos parametros em 3 e igualar a zero, definindo a conhecida funcao escore,

U = (Uy,U,,...,U,)T, ou seja
_0l(8)

U= NTR (2.2.23)
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Para encontrar as equagdes de estimagdo para cada [3,, a partir da derivada em (2.2.23),
se faz necessario 0 uso da regra da cadeia

Up = 95, ~ 00 0 0 05, (2.2.24)
Desta forma, definindo cada derivada separadamente, tem-se que
ol o (X,
a6, 9, {2; (&7 [yibs — b(6:)] + clyi, ¢)}}
N (2.2.25)
=Y o i = (0:) =Dy — )
i=1 i=1
8Mi . 8 ’ o
= V() =V
= a5 WP + TigPa + ...+ T
o8, ~ ap, "1+ Tl i} (2.2.27)

= Tip-
A partir das equagdes (2.2.25), (2.2.26) e (2.2.27), pode-se definir a derivada apresen-
tada em (2.2.24). Portanto,

al(e) _ al -1 _1a,ui
a3, —;¢ (yi — 1)V, o, U (2.2.28)

e os estimadores B sdo encontrados a partirde U = 0, para cada 3,. No entanto, as equa-

Uy =

cbes de estimacao definidas por (2.2.28) ndo possuem solucao analitica, sendo necessario
0 uso de métodos iterativos tais como Newton-Raphson e o metodo escore de Fisher.

2.2.3 Modelos Lineares Generalizados Mistos (MLGM)

Os modelos lineares generalizados mistos (MLGMs) sdo uma ampla classe de mode-
los que estendem a formulagédo da Secdo 2.2.2 com a inclusdo de efeitos aleatorios no
preditor linear, de forma andloga a formulacdo dos modelos lineares mistos. Com as adap-
tagdes para incluir a heterogeneidade devido a efeitos ndo observaveis (aleatorios), isto &,
dado b;, e multiplas observagdes por individuo 7, também pode ser especificado em trés
partes assim como os MLGs: componente aleatério, componente sistematico (preditor li-
near) e fungéo de ligagdo. Assim, considerando uma amostra aleatoria de N individuos e
n; observagdes para o -ésimo individuo, tem-se que:
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Tabela 2.2 — Distribui¢cdes de probabilidade da familia exponencial.

fi,0 C g “

¢! o/1-(02—) *M + Ammmbkmvwo; . /1(08—)— mwl e (;0 ‘)] eSIBAU] [BWION

1 O (4)1%0[ — fiSo] — (fin)Sop —)g0[ — v (a*1f)D) ‘ewe
2 ; J90] [ — (fin)So (p—)3or - - D reweo

4 0 — 1 ()1 oy + 11 ﬁ :
T+ v il — 30 9 — 1)3013— —— | 801 L y ‘M) N g ‘enjebaN |elwoulg
(142 E s ] (> — oLy 1 (411
fi 7 —
(1 — va QMMM Asv 3o — (42 + 1)30opw :Sv sop 1 (1 “w) g :rerwoulg
1 e it So1 — e 1 307 L ()4 :uossiod
L 0 _Ambkmvmoﬁ + mbé e 14 n 20 (g0 ‘M N :JewloN
! 20

(M)A (6)71 (¢fi)o (0)9 0 ¢ ogdinquisiq

Fonte: (CORDEIRO; DEMETRIO, 2008).
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1. Dado o vetor b;, de dimensdo ¢ x 1, a distribuicdo condicional de y;;, para todo
1 =1,2,...,Nej=1,2,...,n;, pertence a familia exponencial de distribuicées
com fungé@o de densidade

F(Wij 0i3, 0bi) = exp{od™ [yi;0i; — V(0:)] + c(yij, )} (2.2.29)

E(Yij|b;) = pij = ¢’ (635)

(2.2.30)
Var(Y;|b;) = ¢ (0:;).

2. Ao componente sistematico definido anteriormente, i, seré incluida a parte aleatéria
definida pelo vetor b; de efeitos aleatérios. Tem-se que

sendo n; = (i1, Mo, - - -, Mi;)*, X € @ matriz do modelo para o i-ésimo individuo, de
dimenséo n; X p e Z; geralmente € subconjunto da matriz X;, de dimensao n; x q.

3. Por fim, a fungao de ligacdo tem a mesma forma da equacgao (2.2.20), relacionando
o preditor linear n; com uma fungdo da média g(u;):

ni = X8 + Z;ib; = g(s) (2.2.32)
_ T
com fu; = (fhi1, iz, - - - » fhij)" -

Assim como nos modelos lineares mistos, b; sdo variaveis aleatérias independentes
e identicamente distribuidas, geralmente com a suposi¢cdo de normalidade multivariada,
b; ~ N(0,G). Além disso, como também ocorre nos modelos mistos, a incluséo de efeitos
aleatérios no preditor linear acarreta em correlacao entre observacdes com efeito aleatério
em comum.

Os modelos lineares mistos definidos na se¢&o 2.2.1 sdo um caso particular dos MLGMs,
quando a variavel resposta segue distribuicado normal e a fungao de ligacao é a identidade.
Segue que

1. adistribuigao da resposta y;;, condicional a b;, pode ser escrita como

L[ =)
i Mij» 0°|bi) = —— ’
f(yjnu]?a’ ) 271'0'2 20_2
1 py [
:exp{[yijuij—;]—Q[j—l—log(QwaQ) ,

o2
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2 L [y5
com ¢ = o2, 0;; = iz, V(0;5) = 735 c(y,0i) = —5 [a; + log(27m2)] e pi;j(6i5) = 0y,

conforme Tabela 2.2. Além disso, a partir da definicdo em (2.2.30), tem-se que
Var(Y;]\bz) = ¢w”(0ij> = 0'2.1

e portanto,
V" (0i5) = V(pig) = 1.

2. o0 componente sistematico é definido como

ni = XiB + Z;b;

3. e afuncao de ligacao é a identidade, isto é

9(ms) = pi = i
wi =mn; =X+ Z;b;
E(Y;|b;) = X8 + Z;b;,

equivalente ao definido em (2.2.4).

2.2.3.1 Estimagéo por Maxima Verossimilhanga

A estimacdo dos modelos lineares generalizados mistos também baseia-se no método
da maxima verossimilhanca, embora sua complexidade seja maior em comparacao aos
modelos apresentados anteriormente. Especificando a distribuicdo de probabilidade con-
junta de Y; e b; como

F(Yi,bi) = f(Yilbi) f(Bs), (2.2.33)

vimos que a distribuicédo de f(Y;|b;) pertence a familia exponencial de distribuicdes e f(b;)
tem distribuicdo normal. A funcao de verossimilhanga marginal, por sua vez, pode ser de-
terminada integrando sobre a distribuicdo dos efeitos ndo observaveis, b;, dada por

L0, ¢, y) = f[/f(Yiybi)f(bi)db,- (2.2.34)
=1

Deste modo, a maximizacao da funcao de verossimilhanca em (2.2.34) em relagcao aos
parametros levara as estimativas de 8, ¢ e G. A complexidade neste caso se da pelo fato
de que tal maximizag¢ao nao possui solucao analitica e, portanto, devem-se utilizar métodos
de integracao numérica para sua resolucéo tais como o método da quadratura Gaussiana
e aproximacao de Laplace, dentre outros.
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2.2.4 GAMLSS - Generalized Additive Models for Location, Scale and Shape

Rigby e Stasinopoulos (2005) propuseram uma classe de modelos denominada GAMLSS
(Generalized Additive Models for Location, Scale and Shape) que permite flexibilizar as su-
posicoes dos modelos estatisticos precedentes, tais como lidar com uma familia de distri-
buicdes de probabilidade mais geral do que a familia exponencial e permitir a modelagem
de assimetria e curtose com a expansao da parte sistematica do modelo para outros para-
metros de uma distribuicdo de probabilidade paramétrica e univariada. Apesar de permitir
uma modelagem mais completa e, de certa forma, mais complexa, destaca-se pela simpli-
cidade de se utilizar as ferramentas implementadas pelo pacote gamlss do software R, ao
passo que 0os modelos sao ajustados por maxima verossimilhanca por meio de algoritmos
backfitting. Além disso, sdo conhecidos por serem semi-paramétricos, uma vez que exigem
a definicao de uma distribuicdo de probabilidade paramétrica mas possibilitam a inclusao
de fungdes de suavizagdo ndo-parametricas no preditor linear.

Pela definicao dada pelos autores, define-se y; observagbes condicionalmente inde-

pendentes em @', para i = 1,2,...,n, com fungdo de probabilidade f(y;|0") e ' =
(0;1,0;2,...,0;,)" € um vetor de p parametros associados as variaveis explicativas e efei-
tos aleatérios. Tomando y* = (y1,9s,...,y,) cOMo um vetor de observagdes da variavel

resposta cujos parametros 6, com k = 1,2, ..., p, serdo ligados as variaveis explicativas
e efeitos aleatérios por meio de uma fungédo de ligagcdo monétona gy(.), tem-se a seguinte
relacao:

Jk

9k(0r) =My, = XiBr + D Zjkvin, (2.2.35)

j=1
na qual 8, e n, sdo vetores de tamanho n, 3, é o vetor de pardmetros de regressao de
tamanho J;, X e Z;; sdo as matrizes de planejamento de dimensdes n x J;. e n X qj,
conforme definidas anteriormente em (2.2.1), e y;;, € uma variavel aleatoria ¢;,-dimensional
geralmente com v, ~ N;x(0,G},'), em que G;,' é a inversa generalizada de G (Ajx) €
Aji € um vetor de hiperparametros, denominando o chamado modelo GAMLSS. Quando
Jir = 0, para todo k, chega-se a um modelo completamente paramétrico dado por

Geralmente, os parametros populacionais 6, e 8, estao associados a locacao e es-
cala, denotados por u e o. Outros dois parametros, 8; = v e 8, = T, podem ser definidos
como parametros de forma e sdo comuns em muitas populacdes de distribuicées de pro-
babilidades, sendo associados a assimetria e curtose, por exemplo. Assim, considerando
k=1,2,...,4, cada parametro @, pode ser ligado ao seu preditor linear por meio de uma



Capitulo 2. Materiais e Métodos 35

funcao de ligacao gx, que podem ser diferentes, de tal modo que

J1
g(p) =n, = X118, + Z Z 11,
j=1

J2
92(0) =1y = XoBy + D Zjovpo,

= (2.2.37)
J3
gs(V) =m3 = X3Bs+ > Zj373,
j=1
Ja
9u(T) =ny = XuBy + D Zjsyja
j=1

Devido a flexibilidade da modelagem pela fungdo gamlss, € possivel ajustar, por meio
desta, todas as classes de modelos de regressao apresentadas neste trabalho. Selecio-
nando, por exemplo, distribuigdes de probabilidade pertencentes a familia exponencial e
modelando apenas a média via preditor linear, com ou sem efeito aleatério, chega-se aos
modelos MLG e MLGM, respectivamente. Deste modo, é possivel utilizar das ferramentas
fornecidas pelo pacote gamiss para o ajuste, comparacdo e sele¢cdo de modelos. Atual-
mente, ha mais de 100 distribuicbes de probabilidade implementadas no pacote gamlss.dist
que podem ser do tipo continua, discreta ou mista.

2.2.4.1 Estimacéao

Para a estimagdo dos modelos GAMLSS, utilizam-se os métodos de maxima veros-
similhanga e maxima verossimilhanca penalizada, para o caso de modelos paramétricos
(Equacéo 2.2.36) e nao paramétricos (Equacéao 2.2.35), respectivamente. A funcéo de log-
verossimilhanga, dado uma amostra observada de tamanho NV, é dada por

N
1= logf(yl0") (2.2.38)
=1
enquanto que a log-verossimilhanga penalizada é dada por
1 p  Jk T
=1-3 D Nk Gikvie- (2.2.39)
k=1j=1

No caso mais simples de modelos GAMLSS paramétricos, requer-se a estimagéo ape-
nas de 3 pela maximizacao da funcao dada na Equacao (2.2.38). Para os modelos GAMLSS
nao paramétricos, além de 3, é necessario a estimacao dos parametros v dado um vetor
de hiperparametros A\ fixado, a partir da maximizagédo de (2.2.39). A suposicao de que A
€ constante é garantida a partir da fixacao desses parametros ou de sua estimacao, que
¢é feita automaticamente dentro dos algoritmos de estimagcao que serao discutidos mais a
frente.
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2.2.4.2 Algoritmos de Estimagédo RS e CG

De acordo com Rigby e Stasinopoulos (2005), os algoritmos utilizados na maximizagéo
da funcao de log-verossimilhancga (penalizada) sdo generalizagdes dos algoritmos CG e
RS, baseados em Cole e Green (1992) e Rigby e Stasinopoulos (1996), respectivamente.
O algoritmo CG utiliza o valor esperado ou observado da derivada segunda, bem como
derivadas cruzadas da funcao de log-verossimilhanca em relagcdo aos parametros da dis-
tribuicdo. No entanto, quando ocorrer dos parametros serem ortogonais, isto €, quando as
derivadas cruzadas forem iguais a zero, a estimacao por esse método nao sera possivel.
Deste modo, pode-se recorrer ao algoritmo RS que é considerado mais simples, uma vez
que nao utiliza derivadas cruzadas, mas pode ser computacionalmente mais lento. Ainda
€ possivel que seja utilizado uma mistura dos dois algoritmos, que alterna entre os dois
métodos durante as iteragdes até atingir a convergéncia. A definicdo do algoritmo a ser
utilizado na fungédo gamlss € dada pelo argumento method, que aceita as entradas RS(),
por default, CG() e mixed ().

2.2.4.3 Selecao de Modelos

O processo de selecdo de modelos advém da escolha de uma distribuicdo de proba-
bilidade (D), fungdes de ligagao (G) e dos hiperparametros A. Além disso, é necessario
selecionar as variaveis/fatores que incorporardo o modelo tal como sua forma, por meio
de ferramentas que possibilitem analisar sua qualidade, e também, por meio de medidas e
estatisticas de teste. Desta forma, tem-se uma analise complementar que permite filtrar e
selecionar um modelo considerado adequado, dado 0s pressupostos.

Um dos principais critérios utilizados na literatura é o Critério de Informacéao de Akaike
(AIC - Akaike’s Information Criterion), proposto por Akaike (1974), que é um caso particular
de sua forma generalizada, o GAIC (Generalized Akaike’s Information Criterion), dado por

GAIC(k) = GD + k - df, (2.2.40)

A

sendo GD = —2I(0) o Desvio Global e k£ é uma penalidade associada aos graus de
liberdade do modelo, df. Tem-se o critério AIC tomando £ = 2 e outros critérios, tais
como o Critério de Informacao Bayesiano (BIC - Bayesian Information Criterion), quando
k = In(n), podem ser calculados. Por serem baseados no desvio global do modelo, dado
um conjunto de modelos, escolhe-se aquele cujo critério tenha o menor valor. Uma vez
que os critérios de informagao possuem uma forma parecida e objetivam concluir a mesma
coisa, optou-se por calcular apenas o AIC na comparagao entre os modelos utilizando a
funcdo GAIC() do gamlss.
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Para o caso de modelos aninhados, considerando dois modelos M, e M; com df; e
df, graus de liberdade, respectivamente, obtém-se a estatistica de teste

A = DGy — DG, (2.2.41)

que tem distribuicdo assintética x? com d = df, — df, graus de liberdade, denominando o
chamado teste da razao de verossimilhanca generalizado. Para realiza-lo, pode-se utilizar
a funcado LR.test () do gamliss (RIGBY; STASINOPOULOS, 2005).

2.2.4.4 Andlise Diagnéstica

Outra etapa muito importante e indispensavel para a selecado de um modelo final é
a andlise diagndstica, que consiste em verificar a adequabilidade do modelo perante os
pressupostos. Utiliza-se principalmente recursos graficos para analisar o comportamento
dos residuos que, neste caso, trata-se de residuos quantilicos aleatérizados. O worm plot,
que sera discutido adiante, € uma das principais ferramentas na analise diagnéstica pois
permite verificar se o ajuste foi adequado e identificar padrdes que podem levar a uma
correcdo do modelo.

2.2.4.41 Residuo Quantilico Aleatorizado

O residuo quantilico aleatorizado, proposto por Dunn e Smyth (1996), configura uma
importante ferramenta de exploragdo de modelos, uma vez que assegura normalidade,
caso o modelo seja corretamente especificado, independente da distribuicao de proba-
bilidade da variavel resposta, baseado no teorema da inversa da funcao de distribuicao
acumulada. Isso é muito Util pois 0 pressuposto de normalidade dos residuos, como ocorre
na regressao linear, ndo € satisfeito para todas as classes de modelos estatisticos devido
as diferentes formas das distribuicées para a resposta. E definido de formas diferentes
para variaveis resposta continuas e discretas, e neste trabalho, sera apresentado apenas
a forma discreta que sera utilizada na aplicagao.

Seja uma variavel aleatéria Y;, com distribuicdo de probabilidade discreta e fungéao de
distribuicdo acumulada F(Y;|6"), tem-se que u ~ U (uy, uy) onde

, (2.2.42)

Entdo, o valor observado da variavel aleatéria, y;, € transformado em um intervalo
(u1,us) associado ao "degrau” da fungdo de distribuigdo acumulada, conforme exempli-
ficado na Figura 2.3. A partir disso, € aleatorizado um valor u pertencente a esse intervalo,
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Figura 2.3 — Exemplificacao da transformacdo de uma variavel observada, y, no residuo
quantilico aleatorizado, r (Stasinopoulos et al., 2017, p. 421).
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que é transformado no residuo r; por meio da seguinte relagao:
ry = & () (2.2.43)

em que &' é a inversa da fungéo de distribuigdo acumulada da distribuigdo N (0, 1). Desta
forma, considerando uma distribuicdo de probabilidade ajustada, calcula-se os residuos 7;
a partir de

Fi = & H(q). (2.2.44)

Assim, se os parametros 6’ forem consistentemente estimados, #; converge para uma
distribuicdo normal padrdo. Como ha uma aleatorizagédo de @ no intervalo (4, @i2), € impor-
tante que se facam varias simulacdes dos residuos para que se tire conclusdes a respeito
da adequacao do modelo. Para extrair os residuos quantilicos do modelo, pode-se utilizar
a fungdo residuals, do pacote stats, a partir do objeto de saida da funcao gamlss (ajuste
do modelo).
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2.2.4.42 Worm plot

O worm plot, também conhecido como grafico de minhoca, devido a sua forma, foi
proposto por Buuren e Fredriks (2001) e trata-se de uma importante ferramenta de analise
diagnéstica de modelos de regressao. Tal importancia se atribui ao fato de que é possivel
atestar a adequabilidade de um modelo frente ao pressuposto de normalidade e também
identificar intervalos nos quais o modelo nao se ajusta adequadamente, como por exemplo,
em regides de uma variavel explicativa. Segundo Stasinopoulos et al. (2017) e como pode
ser visto na Tabela 2.3, é possivel identificar problemas no modelo a partir de padrées
visualizados nesse grafico e, com isso, fazer correcdes necessarias.

Tabela 2.3 — Diferentes padrdes apresentados pelo worm plot e suas respectivas conclu-
sbes a respeito do ajuste. Adaptado de (Stasinopoulos et al., 2017, p. 428).

Padrao do worm plot Momento  Residuo Conclusao sobre o ajuste
Nivel acima da origem Média Média alta A média é subestimada
Nivel abaixo da origem Média baixa A média é superestimada
Inclinagéo positiva A Variancia alta A variancia é subestimada
L . Variancia A ) A .
Inclinagéo negativa Varidncia baixa A variancia é superestimada
Concavidade para cima (U) . . Assimetria positiva A assimetria é baixa
. . Assimetria . . . . o,
Concavidade para baixo (N) Assimetria negativa A assimetria é alta
Forma gm S com curva esquerda Leptocurtose A calda é muito leve
para baixo
Curtose

Forma em S com curva esquerda . Lo

. Platicurtose A calda & muito pesada
para cima

A construgdo do worm plot é feita a partir das diferencas entre a localizagdo dos re-
siduos nas distribuigbes tedrica e empirica. Um modelo considerado satisfatério deve ter
seus pontos localizados dentro das bandas de confianga, a 95%, formado pelas duas elip-
ses, além de ndo apresentar nenhuma tendéncia conforme descrito na Tabela 2.3. E, de
certa forma, uma adaptacao do QQ plot (grafico quantil-quantil) removendo sua tendén-
cia. Utiliza-se a funcao wp () do gamlss para construi-lo, e na Figura 2.4, apresenta-se um
exemplo de um worm plot cujo ajuste é satisfatério.

Para o caso de distribuicdes de probabilidade discretas, cujos residuos simulados séo
obtidos por meio de um processo de aleatorizagdo, conforme descrito anteriormente, Sta-
sinopoulos et al. (2017) recomendam o uso da fungédo rqres.plot () que realiza multiplas
realizagbes dos residuos simulados e plota multiplos graficos worm plot a partir disso. O ar-
gumento howmany permite especificar quantas aleatoriza¢des serao feitas, com howmany =
6, por default. Outro argumento importante é o plot.type que permite as entradas "few"
e "all". No primeiro, varios worm plots sdo construidos separadamentes em um unico
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Figura 2.4 — Exemplo de worm plot de um modelo bem ajustado (Stasinopoulos et al.,
2017, p. 427).
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grafico a partir das mdltiplas realizagées dos residuos, que neste caso, esta limitado a
howmany = 8. Para a entrada "all", as multiplas realizag6es sdo plotadas em um unico
worm plot com as bolinhas pintadas de cinza, e em preto, traca-se a mediana dessas re-
alizagbes, sem limite para howmany. Na Figura 2.5, apresenta-se um exemplo referente as
duas situagoes.

2.2.4.4.3 Fungao plot()

A partir do modelo ajustado, objeto de saida da fungéo gamlss (), a funcéo plot.gamlss ()
fornece um quadro de quatro graficos utilizando os residuos quantilicos aleatorizados,
sendo eles residuos versus valores ajustados, residuos versus index ou uma variavel ex-
plicativa especifica, grafico de densidade estimada (density plot) e um QQ plot (grafico
quantil-quantil). Além disso, como uma das saidas da fungédo, mostra uma tabela com me-
didas descritivas dos residuos. Esse recurso grafico permite verificar o comportamento
dos residuos quanto a normalidade e identificar se ha algum padréo nos residuos, quando
espera-se que haja um comportamento aleatério em torno de zero. Também € possivel
utilizar a funcao plot () do pacote base, desde que a entrada para essa fungao seja um
objeto da funcdo gamlss (). Na Figura 2.6, exemplifica-se o uso da fun¢ao plot ()
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Figura 2.5 — Exemplo de worm plot pela fung@o rqres.plot () para distribuicdes de pro-
babilidade discretas.
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Figura 2.6 — Exemplo da fungédo plot() de um modelo GAMLSS (Stasinopoulos et al.,
2017, p. 424).
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Aplicagoes

Para a modelagem de dados discretos, em particular, dados de contagem, limita-se a
escolha de distribuicoes de probabilidade que tenham essa caracteristica, tais como Pois-
son e Binomial Negativa, no caso da familia exponencial de distribuicbes. Além disso, a
fungéo de ligagdo também deve ter o suporte necesséario, uma vez que, para a média, a
contagem deve ser maior ou igual a zero. Para o experimento abordado, tem-se a conta-
gem de Psylloidea nas duas localiza¢des descritas na Secao 2.1, totalizando, deste modo,
trés situagdes diferentes para analise: o banco de dados completo, contendo as duas loca-
lizagoes, e de forma separada.

A variavel resposta considerada trata-se da contagem de insetos da superfamilia Psyl-
loidea considerando como fatores de efeitos fixos talhdo, altura e coleta. Os pontos de
coleta estdo sendo considerados como um fator de efeito aleatério na modelagem, uma
vez que representam apenas uma amostra de todas as possiveis localizagées dentro do
talhdo. Deste modo, o interesse esta na diferenca entre os niveis dos fatores, talhdo e
altura, do efeito do tempo na distribuicdo da contagem de insetos, além da variabilidade
dentro de talhao, representada pelo efeito aleatério de ponto. Além disso, o fator altura tam-
bém pode ser incluido como fator de efeito aleatério, uma vez que dentro de um mesmo
ponto, ha respostas em diferentes alturas e possivelmente haja uma correlagdo entre as
medidas.

Inicialmente, serdo utilizadas ferramentas de analise descritiva para verificar o compor-
tamento da distribuicdo da contagem de insetos ao longo do tempo. Dentre as ferramentas
utilizadas estao os graficos comumente usados, tais como graficos de barras, boxplots e
graficos de perfil, além de tabelas com medidas resumo, de posicao e dispersdo. Com
isso, sera possivel ter uma nocéo inicial das principais caracteristicas do banco de dados e
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possiveis influéncias de pontos discrepantes que podem prejudicar a analise, além de ve-
rificar o comportamento da resposta associado aos niveis dos fatores. Por fim, os ajustes
serdo realizados por meio da fun¢do gamlss do pacote gamlss via Software R versdo 3.6.0
e, posteriormente, testados e comparados com base no critério AIC e no teste da razao de
verossimilhanca, além da analise de diagnéstico para verificacdo da qualidade do ajuste e
possibilitando uma discussao a respeito dos resultados.

3.1 Analise Descritiva

Nos gréficos de barras ilustrados na Figura 3.1, é possivel ter uma nocao do comporta-
mento marginal dos dados sem considerar os efeitos dos fatores do experimento, como
uma primeira nocao do possivel comportamento da distribuicdo dos dados. Repara-se
que a contagem dos insetos apresenta um comportamento diferente em cada localiza-
cao, sendo que, na Figura 3.1b), a distribuicdo da contagem é mais dispersa e, na Figura
3.1c), ha uma concentracao até 100 com apenas alguns pontos acima dessa faixa. Na Fi-
gura 3.1a), por sua vez, tem-se que o comportamento dos dados € um meio termo entre
as localizacbes 1 e 2.

Figura 3.1 — Graficos de barras da distribuicdo de contagem de Psylloidea.
a) Geral (b) Localizacao 1 (c) Localizagéo 2
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Outro grafico muito comum em analise estatistica € o boxplot, que permite visualizar
de forma gréafica as principais caracteristicas da distribuicdo dos dados, como os quartis,
a dispersao e principalmente, a visualizacdo de outliers. Além disso, um dos interesses
da pesquisa consiste em verificar o comportamento da distribuicao de insetos ao longo do
tempo. Deste modo, nas Figuras 3.2 e 3.3, tém-se o0s boxplots da contagem de insetos pela
ordem de coleta, por talhdo e altura.
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Figura 3.2 — Boxplots da contagem de Psylloidea por talhdo, ao longo de coleta.
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Figura 3.3 — Boxplots da contagem de Psylloidea por altura, ao longo de coleta.
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Em todos esses graficos, é possivel observar que o tempo de coleta exerce influéncia
sobre a contagem média de insetos, que oscila ao longo das coletas. Olhando para o
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efeito de talhdo, na localizagdo 1, o talhdo 1 parece nao apresentar muita diferenca na
distribuicdo da contagem de insetos ao longo das coletas, com a mediana oscilando entre
50 e 80, com excegéao da coleta 2, que tem mediana acima de 100, assim como também
ocorre para a dispersdo. Em relacdo aos talhdes 2 e 3, essa diferenca na contagem ao
longo das coletas € mais evidente, tanto na contagem média quanto na dispersdo, com
padrbes de crescimento e descrescimento. Comparando os talhdes entre si, nota-se que
apenas o talhdo 3 se difere bastante dos demais, com as observagdes concentradas, em
sua maioria, na faixa de 0 a 50.

Para a localizacao 2, apenas o talhdo 1 se destaca dos demais com dispersdao maior
na contagem ao longo das coletas, enquanto talhées 2 e 3 apresentam uma distribuicéo
extremamente concentrada. Na comparacao entre as duas localizagdes, o que se pode
concluir € que o comportamento das contagens ao longo das coletas é similar nas duas
localizacbes, o que pode indicar que o efeito do tempo independe da localizacdo. J& com
relagdo a distribuicdo das contagens e efeito de talhdo, estes apresentam caracteristicas
proprias em cada localizacéo.

Observa-se, pela Figura 3.3, na localizacao 1, que parece nao haver efeito de altura,
uma vez que a distribuicdo da contagem de insetos ao longo de coleta € muito parecida
nos tres niveis de altura. Na localizagao 2, parece haver alguma diferenca entre os niveis,
principalmente nas coletas 2 e 3, que na altura 7m, se destoa bastante do restante das
coletas. Na comparagéao entre as localizagdes, de forma analoga ao que ocorre para o fator
talhdo, tem-se um comportamento muito parecido ao longo do tempo mas com diferengas
entre os niveis de altura para cada localizacédo, sendo que na localizacao 2, parece haver
algum efeito. E possivel observar a presenca de varios outliers nas duas localizagées,
atingindo o valor maximo na faixa de 400, para a localiza¢do 1, e na faixa de 300 para a
localizagéo 2. Nas Tabelas 3.1, 3.2 e 3.3 apresentam-se as medidas descritivas associadas
aos fatores para cada localizagéo, considerando "Geral" como o banco de dados completo,
sendo os talhdes 1, 2 e 3 pertencentes a localizacao 1 e os talhdes 4, 5 e 6 pertencentes
a localizacao 2.

Tabela 3.1 — Medidas resumo da variavel contagem de Psylloidea, por talh&o.

Minimo Maximo Mediana Média Desvio P.

Talh&o 1 3,00 331,00 64,00 74,11 58,43

Localizacao 1 Talhdo 2 0,00 406,00 48,00 75,68 76,81

Geral Talhdo 3 0,00 149,00 19,50 29,39 29,76
Talhdo 4 1,00 322,00 37,00 57,05 56,69

Localizagdo 2 Talhdo 5 0,00 171,00 15,00 24,92 31,60

Talhdo 6 0,00 78,00 6,50 11,32 13,48
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Tabela 3.2 — Medidas resumo da variavel contagem de Psylloidea, por altura.

Minimo Maximo Mediana Média Desvio P.
Altura 2,5 0,00 242,00 23,00 41,03 49,95
Geral Altura 4,5 0,00 279,00 30,00 46,11 48,92
Altura 7,0 0,00 406,00 22,50 49,09 64,80
Altura 2,5 2,00 231,00 46,00 61,08 57,05
Localizacdo 1  Altura 4,5 0,00 279,00 42 50 56,87 57,02
Altura 7,0 0,00 406,00 4500 61,23 71,27
Altura 2,5 0,00 242,00 12,50 20,98 30,87
Localizacdo 2 Altura 4,5 2,00 170,00 22,00 35,36 36,47
Altura 7,0 0,00 322,00 13,50 36,95 55,41

Tabela 3.3 — Medidas resumo da variavel contagem de Psylloidea, por coleta.

Minimo

Maximo Mediana

Média Desvio P.

Coleta 1
Coleta 2
Coleta 3
Geral Coleta 4
Coleta 5
Coleta 6
Coleta 7

Coleta 1
Coleta 2
Coleta 3
Localizagédo 1 Coleta 4
Coleta 5
Coleta 6

Coleta 3
Localizacdo 2 Coleta 4
Coleta 5
Coleta 6
Coleta 7

0,00
0,00
3,00
0,00
0,00
0,00

99,00
406,00
322,00
201,00
133,00
207,00

18,50
56,00
38,00
29,00
10,00
11,50

26,28
88,53
59,06
46,81
24,31
35,68

28,50
110,47
71,75
68,08
34,03
54,75

24,95
85,61
63,93
46,27
31,37
47,59

Nas Figuras 3.4 e 3.5, apresentam-se os graficos de barras com a combinagdo dos

fatores talhdo e altura. Na Figura 3.4, nota-se que, em cada talhdo, a contagem de insetos

se distribui de forma parecida entre os niveis de altura. A diferenca esta entre os niveis de

talhdo, sendo que os talhdes 1 e 2 sdo muito parecidos e o talhdo 3 € mais concentrado,
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corroborando a analise do boxplot na Figura 3.2. Na Figura 3.5, parece haver algumas
particularidades nesses graficos, sendo que no talhdo 1 e altura 2,5m, a contagem de
insetos se concentra na faixa de 0 a 100; na altura 4,5m, a contagem de insetos é mais
dispersa com frequéncias menores e distribuida até a faixa de 150; e na altura 7m, a
contagem parece ser mais dispersa ainda e distribuida até a faixa de 200. Nos talhdes 2 e
3, essa diferencga entre os niveis de altura nao é tao evidente, e na comparacao entre os
talhdes, também nao ha diferengas muito grandes, com exce¢ao do talhdo 1 que tem uma
distribuicdo mais espalhada.

Figura 3.4 — Gréficos de barras da contagem de Psylloidea pela combinacgéo entre os fato-
res talhdo e altura — Localizagao 1.
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Figura 3.5 — Graficos de barras da contagem de Psylloidea pela combinagao entre os fato-
res talh@o e altura — Localizagao 2.
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Por fim, para complementar a analise, apresentam-se graficos de perfil que permitem
visualizar o comportamento da distribuicdo ao longo do tempo de forma mais individual,
por meio da plotagem dos pontos, como em um grafico de dispersao, e unindo tais pontos
por segmentos de reta. Nas Figuras 3.6 e 3.8, estdo identificados talhdo, altura e ponto,
enquanto nas Figuras 3.7 e 3.9, tem-se os graficos de perfil para cada sujeito. Os sujeitos,
identificados de 1 a 72, se referem as unidades observacionais e foram classificados de
acordo com as combinacdes dos fatores do estudo, conforme Tabela 3.4.

Figura 3.6 — Gréficos de perfil da contagem de Psylloidea ao longo do tempo, identificados
por talhdo, altura e ponto — Localizacao 1.

Altura 2,5 Altura 4,5 Altura 7,0
400-
300-

200-

T oeyrelL

100- Ponto

A@Q%ﬁm :

300-

N
o
S o

w
o
o

t

¢ ogyrel
© 0 N o g A~ W N P

=
o
o

Contagem de Psylloidea
N
o 8

N

o

o
=
o

PP
NP

200-

€ oeyleL

100-

2 4 6 2 4 6 2 4 6
Coleta

No gréfico de perfil da localizagao 1, vé-se que ha, em alguns momentos, um cresci-
mento da contagem nas coletas iniciais com um pico na coleta 2 e, depois, um decresci-
mento até a coleta 5 e novamente, voltando a crescer nas coletas 6 e 7. Na altura 7m do
talhdo 1, no entanto, ha apenas o pico na coleta 2 e depois um padrdo de constancia ao
longo das coletas. No talhdo 3, é possivel ver que ha também um pico na coleta 4, além
da coleta 2, voltando a crescer também nas coletas 6 e 7, configurando um claro padrao
ciclico de crescimento e decrescimento. Na localizagado 2, por sua vez, é possivel observar
que héa picos nas coletas 2 e 3, mas no geral, a contagem nao varia muito ao longo das
coletas em comparacao com a localizacéo 1.

Em um panorama geral, constata-se que cada localizagdo tem suas particularidades,
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Figura 3.7 — Grafico de perfil individual — Localizagao 1
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levando-se em consideracao o efeito dos fatores envolvidos. A localizagdo 1 possui conta-
gens maiores e com uma dispersdao maior, oscilando bastante ao longo das coletas. Além
disso, parece que o fator altura ndo é significativo na explicagdo da resposta e o para o
fator talhdo, apenas o talhdo 3 se diferencia dos demais com uma concentracdo maior
da contagem. A localizagao 2 apresenta uma distribuicdo da contagem de insetos mais
concentrada, menos dispersa e com contagens menores. Os efeitos dos fatores talhao,
altura e coleta ndo séo tao evidentes quando para a localizagdo 1, com poucas diferencas
entre os niveis. Ha picos de contagens nas coletas 2 e 3 nas quais foi possivel constatar,
pelos gréaficos boxplot e pela Tabela 3.3, uma contagem média maior e mais dispersa em
comparacgao com as demais coletas.
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Figura 3.8 — Graficos de perfil da contagem de Psylloidea ao longo do tempo, identificados
por talh&o, altura e ponto — Localizagao 2.
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3.2 Modelagem 1 — Geral

Considerando os dados das duas localizag6es conjuntamente, utilizando a metodologia
dos modelos GAMLSS (Generalized additive model for location, scale and shape), foram
testadas diferentes distribuicbes de probabilidade buscando uma melhor aderéncia. Atu-
almente, diversas distribuigdes de probabilidade com suporte para variaveis de contagem
estao implementadas pela fungéo gamlss.family, do pacote gamlss.dist. Dentre elas,
para a aplicacdo em questao, foram testadas as distribuicbes com dois parametros Poisson
Generalizada, Poisson Normal Inversa, Binomial Negativa Tipo | e Binomial Negativa Tipo
Il, e com trés parametros, Familia Binomial Negativa, Beta Binomial Negativa, Sichel e De-
laporte, conforme Tabela 3.5. Para todas elas, inicialmente, apenas a média foi modelada
via preditor linear e foram considerados ponto e altura como fatores de efeitos aleatorios
e talhdo, altura e coleta como fatores de efeitos fixos. Posteriormente, objetivou-se a com-
paracao entre os efeitos de talhdo, por meio de contrastes, que pertencem a localizacées
diferentes, sendo que os talhdes 1, 2 e 3 sdo referentes a localizagdo 1 e os talhées 4,5 e

Ponto

13
14
15
16
17
18
19
20
21
22
23
24
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Figura 3.9 — Grafico de perfil individual — Localizagao 2
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6 sao referentes a localizacao 2. Portanto, tem-se
G1(ijie) = Nijiee = Bo + i + 05 + 71 + bijjey + bk (3.2.1)
= (Bo + bgjky + bi) + i + 65 + 1,
sendo [, o intercepto do modelo; «; o efeito fixo associado ao :-ésimo talhdo, i = 1,2, ... 6;

6, o efeito fixo associado a j-ésima altura, j = 1,2, 3 e ~, o efeito fixo associado a t-ésima
coleta, t = 1,2,...,7. by e b(jjx) s&o os efeitos aleatérios associados ao k-ésimo ponto e
j-ésima altura dentro do k-ésimo ponto, respectivamente.

Para a comparacao entre as distribuicoes, além do critério de informacédo de Akaike
(AIC) como medida de qualidade do ajuste, apresentado na ultima coluna da Tabela 3.5,
foram inspecionados os graficos worm plots de cada modelo para verificar sua aderéncia, a
partir de multiplas realizag6es dos residuos simulados utilizando a fungdo rqres.plot (),
conforme Figura 3.10. Pode-se observar que, pelo AIC, os trés melhores modelos sao
Familia Binomial Negativa (ID 5), Delaporte (ID 8) e Binomial Negativa Tipo | (ID 3), res-
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Tabela 3.4 — Identificagcao das unidades experimentais.

Altura
Localizacdo  Talh&o Ponto 2,5 4,5 7

1 S1 S2 S3

’ 2 S4 S5 S6

3 S7 S8 S9

4 S10  S11 S12

1 S13  Si14 S15

1 5 2 S16  S17 S18
3 S19  S20 S21
4 S22 8283 S24
1 S25  S26 S27

3 2 S28  S29 S30

3 S31 S32 S33

4 S34 S35 S36

1 S37  S38 S39

’ 2 S40  S41 S42

3 S43  S44 S45

4 S46  S47 S48

1 S49 S50 S51

5 5 2 S52  S583 S54
3 S55  S56 S57

4 S58  S59 S60

1 S61 S62 S63

3 2 S64  S65 S66

3 S67  S68 S69

4 S70 S71 S72

pectivamente, no entanto, o worm plot do modelo pela Familia Binomial Negativa, Figura
3.10e), apresentou uma tendéncia linear negativa indicando problemas com a variancia, de
acordo com a interpretacdo das diferentes tendéncias apresentadas por essa ferramenta
dada por Stasinopoulos et al. (2017). Como as distribuicdes Binomial Negativa Tipo | e
Tipo Il sdo casos particulares da Familia Binomial Negativa e, além disso, apresentaram
um comportamento melhor dos residuos, foram selecionadas como candidatas potenci-
ais para o ajuste as distribuicées Delaporte, Binomial Negativa Tipo | e Binomial Negativa
Tipo Il. Ainda, foram testados os modelos apresentados na Tabela 3.6, pelo teste da razéao
de verossimilhanca, com o objetivo de comparar as estruturas aleatérias e selecionar o
modelo mais adequado. Os respectivos worm plots estao apresentados na Figura 3.11.
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Tabela 3.5 — Distribui¢ées de probabilidade testadas.
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Fonte: os autores.
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Figura 3.10 — Worm plot dos modelos com distribuigdes de probabilidade testadas.
(a)ID 1 (b) ID 2 (c)ID3 (d) ID 4

(e)ID 5 (f)ID 6 (@ D7 (h) ID 8

Tabela 3.6 — Modelos ajustados com distribuicées Delaporte, Binomial Negativa Tipo | e I,
com preditor linear para .

ID Distribuicdo g1(p) g2(0) AIC

an  Delpore (e i)
3:_31 Binomial Negativa Tipo | Egg i Zz(j;k:;lbi ;; i‘z;z 0; + 1‘512:9332
44.'1 Binomial Negativa Tipo |I Egg i Ziﬂ;kj)j;f)’i ;; i‘z;: 0; + 3233(1)?

E possivel verificar tanto pelo worm plot quanto pelo teste da razao de verossimilhanca
que os modelos 8, 4 e 3, com ponto e altura como fatores de efeitos aleatérios, sdo mais
apropriados. Assim, considerando tal estrutura aleatéria, o parametro o foi modelado via
preditor linear em uma tentativa de melhorar o ajuste do modelo, uma vez que na anélise
descritiva foi verificado que a variabilidade parece ser diferente com relacao aos niveis
dos fatores. Além disso, foi possivel identificar duas observag¢des que podem ser consi-
deradas outliers nos modelos, observacées 164 e 500. Como a remogao de observacdes
de um banco de dados deve ser uma medida feita com cautela, especialmente quando o
banco de dados é considerado pequeno, foram testadas a remog¢ao dos outliers de forma
separada e removendo apenas um deles em cada vez. Com isso, verificou-se que com
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Figura 3.11 — Worm plot dos modelos com distribuicbes de probabilidade pré-

selecionadas, com preditor linear para y e diferentes estruturas aleatorias.
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a remocgao da observagdo 500, o modelo foi capaz de se ajustar adequadamente sem

grandes problemas. Desta forma, considera-se os modelos com

91(1ijre) = Mg = Bo + i + 05 + v + by + b,
= (50 + b(j|k) + bk) + oy + ej + Y

QQ(Uijkt) = 77%1“ = Po + a; +6; + 7.

(3.2.2)
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Tabela 3.7 — Teste da razao de verossimilhanca entre os modelos com diferentes estruturas
aleatérias.

Modelo 8.1 (Nulo): Deviance = 4519,28 com 23,077 graus de liberdade
Modelo 8 (Alternativo): Deviance = 4381,06 com 38,7043 graus de liberdade

LRT = 138,2165 com 15,6273 graus de liberdade
p-valor < 0,0001

Modelo 3.1 (Nulo): Deviance = 4519,25 com 22,2473 graus de liberdade
Modelo 3 (Alternativo): Deviance = 4383,74 com 37,6719 graus de liberdade

LRT = 135,5097 com 15,4245 graus de liberdade
p-valor < 0,0001

Modelo 4.1 (Nulo): Deviance = 4423,53 com 25,2906 graus de liberdade
Modelo 4 (Alternativo): Deviance = 4389,15 com 36,4548 graus de liberdade

LRT = 34,3784 com 11,1642 graus de liberdade
p-valor < 0,001

Tabela 3.8 — Modelos ajustados com distribuigcdes Delaporte, Binomial Negativa Tipo | e Il,
com e sem preditor linear para o.

ID Distribuicao g1(p) g2(0) AlC

8 Delaporte (Bo + by + be) + i + 0, + 7 - 4432,59

8S P (Bo+ bijpy +br) + i+ 6, +7% Bo+ i +0;+7 4413,47

3 L . - (Bo + bejiky + bx) + i + 0; + 7, - 4433,18
B IN Tipo | : I

35 inomial Negativa Tipo (ﬂo n b(j\k) n bk) Yo+ 9]_ Y Bot o+ 9j 4 441326

4 Lo - (Bo =+ by + be) + i + 0, + 7 - 444573
B IN Tipo I ] J

4S inomia egatlva PO (ﬂo + b(j\k) + bk) + a; + 9]‘ + Yt ﬁo + o; + Qj + Yt 4430,52

Comparando o AIC dos modelos com e sem preditor linear para ¢ (Tabela 3.8), tem-se
que a inclusdo da modelagem de o pelos fatores do experimento contribui para um ajuste
melhor, corroborado pelos graficos worm plots (Figura 3.12) que apresentaram evolugéo,
corrigindo uma curvatura para baixo na cauda esquerda que se apresentava anteriormente.
Vale destacar que o modelo sem o preditor linear para o, mostrado na Tabela 3.8, foi rea-
justado novamente apds a remogao do outlier, permitindo a comparagao entre os modelos
pelo critério AIC a partir do mesmo banco de dados. Nesse sentido, apesar de os graficos
worm plots serem muito similares, pode-se inferir que o ajuste pela Binomial Negativa Tipo
Il teve um desempenho inferior em comparag¢ao com as outras duas, tanto na modelagem
apenas da média quanto na modelagem do desvio padrdo também, tendo o maior AIC
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Figura 3.12 — Worm plot dos modelos com distribuicbes de probabilidade pré-
selecionadas, com preditor linear para i e o.

(a) ID 8S (b) ID 3S (c) ID 4S

I
0.6
I

- <
]

0.2

Deviation
Deviation
Deviation

4 -02 00

Unit normal quantile Unit normal quantile Unit normal quantile

de todos. Além disso, a distribuicdo Delaporte apresentou resultados muito similares aos
da Binomial Negativa Tipo |, em todos os aspectos, sendo que a estimativa do parametro
populacional v foi de 2,22045 - 10716, isto é, v ~ 0. Portanto, a relacdo entre a média e
variancia da resposta se mostrou mais adequada na forma quadratica Var(Y) = u + opu?,
e com isso, dado que o ajuste pode ser considerado como satisfatério, a distribuicao de
probabilidade Binomial Negativa Tipo | é a melhor opgao dentre as distribuicdes testadas.
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Tabela 3.9 — Medidas descritivas dos residuos simulados do modelo Binomial Negativa

Tipo I.
Média > -0,005
Variancia 1,011
Coeficiente de Assimetria -0,087
Coeficiente de Curtose 3,192

Figura 3.13 — Gréfico de diagnédstico dos residuos simulados da distribuicado Binomial Ne-

gativa Tipo .
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Na Figura 3.13, verifica-se a conformidade dos residuos aleatorizados, que se com-
portam de forma aleat6ria em torno de zero. Pelas medidas descritivas, vide Tabela 3.9,
a média, variancia, assimetria e curtose estdo proximas de 0, 1, 0 e 3, respectivamente,
indicando uma boa aproximagao de uma distribuicao normal padréo.

As estimativas dos coeficientes de regressao, apresentadas na Tabela 3.10, indicam
que para o preditor de u, todas as estimativas dos coeficientes de talhdo sdo negativas,
isto é, a média da contagem de insetos € menor nos outros talhdes em relagao ao baseline,
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Tabela 3.10 — Estimativas dos coeficientes de regressao e parametros de variancia do mo-
delo Binomial Negativa Tipo |.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
7!
(Intercepto) pBo 3,62 0,11 31,84 < 0,001
Talhdo 2 Q9 -0,06 0,09 -0,61 0,54
Talhao 3 Qs -0,86 0,12 -7,16 < 0,001
Talhdo 4 oy -0,14 0,10 -1,38 0,17
Talhao 5 Qs -0,97 0,13 -7,63 < 0,001
Talhao 6 Qg -1,87 0,11 -16,31 < 0,001
Altura 4,5 0, 0,08 0,08 1,03 0,30
Altura 7 05 0,03 0,09 0,38 0,70
Coleta 2 Y2 1,19 0,12 9,72 < 0,001
Coleta 3 ) 0,69 0,11 6,05 < 0,001
Coleta 4 Y4 0,53 0,13 4,12 < 0,001
Coleta 5 s -0,15 0,14 -1,02 0,31
Coleta 6 Y6 0,19 0,13 1,43 0,15
Coleta 7 ~r 0,38 0,13 2,86 < 0,005
o
(Intercepto) S -1,32 0,28 -4,66 < 0,001
Talhdo 2 % 0,52 0,27 1,90 0,06
Talhao 3 Qs 1,32 0,25 5,24 < 0,001
Talhao 4 oy 0,84 0,26 3,25 < 0,005
Talhao 5 Qs 1,41 0,26 5,52 < 0,001
Talhao 6 Qg 1,02 0,28 3,58 < 0,001
Altura 4,5 0, -0,25 0,17 -1,45 0,15
Altura 7 03 0,05 0,17 0,29 0,77
Coleta 2 Y2 -0,15 0,25 -0,59 0,56
Coleta 3 3 -0,70 0,26 -2,656 <0,01
Coleta 4 Y4 -0,07 0,26 -0,25 0,80
Coleta 5 5 0,30 0,27 1,13 0,26
Coleta 6 Y6 -0,06 0,26 -0,22 0,83
Coleta 7 ok -0,11 0,26 -0,41 0,68
Efeitos Aleatérios Variancia D. Padrao
Ponto (Intercepto) by, 0,2615 0,5114
Altura em Ponto (Intercepto) b¢x)  0,0162 0,1274
Residuo € 1,0016 1,0008

no entanto, os talhdes 2 e 4 nao foram significativos. Nenhum dos niveis de altura foram
significativos e em relagdo a coleta, apenas as coletas 5 e 6 ndo foram significativas. Ja
com relacao ao preditor de o, tanto os niveis de altura quanto os niveis de coleta ndo foram
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significativos perante o baseline, com excec¢ao da coleta 3, e com relagédo ao fator talhao,
apenas o talhdo 2 nao foi significativo mas com um p-valor baixo, de 0,06. Desta forma,
optou-se por testar a remogao dos fatores ndo significativos em busca de uma melhora e
simplificacdo do modelo, conforme indica a Tabela 3.11.

Tabela 3.11 — Modelos testados com a distribuig&do Binomial Negativa Tipo |.

ID Distribuicao g1(p) g2(0) AIC
(Bo+ by +be) + i +0;+v  Po+oi+6;+7 441326
(Bo+ bijiky + bk) + i + 0+ o+ i +06; 4413,29
(Bo + by +br) + i +0; +v By + i+, 4411,67

3S Binomial Negativa Tipo | (8o + by + bx) + o + 7 Bo+a;+0; +v, 4410,04
(Bo+ by +bi) + i +v  Bo+a;+v  4408,39
(Bo =+ bjiky + be) + i + 7 Bo + o + 0 4409,98
(Bo =+ bjiwy + be) + i + 7 Bo + 4407,89

Seguindo a mesma metodologia de selecao de modelos para a comparacao de diferen-
tes distribuicdes de probabilidade, os modelos testados (Tabela 3.11) com a distribuicdo
Binomial Negativa Tipo |, a partir da remogao dos fatores nao significativos, foram compa-
rados a partir do critério AlC e da inspegéao visual dos worm plots. A partir disso, 0 modelo
que melhor se ajustou aos dados, escolhido como modelo final, contém os fatores de efei-
tos fixos talhdo e coleta para os preditores de i € o, com ponto e altura como fatores de
efeitos aleatérios para ;.. De acordo com os coeficientes de regressdo apresentados na
Tabela 3.12, as estimativas e conclusdes dos testes seguem em linha com o modelo inicial
(Tabela 3.10), sendo que o talhdo 2, para o preditor de o, passou a ser significativo.

Os graficos de diagnéstico e worm plot (Figuras 3.14-3.15) indicam que o ajuste é
adequado, aparentando evolugdo quando comparado com o modelo inicial. As medidas
descritivas dos residuos simulados (Tabela 3.13) estdo prdéximas de uma normal padrao
e, neste caso, o coeficiente de curtose apresentou melhora. Conclui-se, portanto, que o
modelo proposto é adequado para o ajuste dos dados do estudo e pode ser escritos como:
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Figura 3.14 — Gréfico de diagnostico dos residuos simulados da distribuicdo Binomial Ne-
gativa Tipo | - modelo final.
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l0g(fujie) = My = (3,65 + by + b)) — 0,05 Talhio 2 — 0,86 Talhio 3 +
— 0,13 Talhao 4 — 0,98 Talhao 5 — 1,88 T'alhao 6 +
+ 1,17 Coleta 2 + 0,69 Coleta 3 + 0,53 Coleta 4 +

— 0,14 Coleta 5 + 0,20 Coleta 6 + 0,37 Coleta 7
(3.2.3)
log(Gijkt) = Mijpe = —1,50 + 0,59 T'alhdo 2 + 1,41 Talhao 3+ 1,01 Talhao 4 +

+ 1,55 T'alhao 5+ 1,16 Talhao 6 — 0,13 Coleta 2 +
— 0,69 Coleta 3 — 0,04 Coleta 4 + 0,28 Coleta 5 +
— 0,05 Coleta 6 — 0,10 Coleta 7.

A partir do modelo proposto e das equacdes apresentadas em (3.2.3), pode-se concluir
que os talhdes possuem efeito negativo no logaritmo da média em relacao ao seu baseline,
enquanto para as coletas, o efeito é positivo e € possivel observar a ciclicidade pela dimen-
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Tabela 3.12 — Estimativas dos coeficientes de regressao e parametros de variancia do mo-
delo final - Binomial Negativa Tipo |.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
7!
(Intercepto) pBo 3,65 0,10 36,13 < 0,001
Talhdo 2 Qo -0,05 0,09 -0,54 0,59
Talhao 3 Qs -0,86 0,12 -7,35 < 0,001
Talhdo 4 oy -0,13 0,10 -1,28 0,20
Talhao 5 Qs -0,98 0,13 -7,69 < 0,001
Talhao 6 Qg -1,88 0,11 -16,57 < 0,001
Coleta 2 Y2 1,17 0,12 9,76 < 0,001
Coleta 3 3 0,69 0,11 6,10 < 0,001
Coleta 4 Y4 0,53 0,13 4,24 <0,001
Coleta 5 5 -0,14 0,14 -0,98 0,33
Coleta 6 Y6 0,20 0,13 1,58 0,12
Coleta 7 Y7 0,37 0,13 2,90 <0,005
o
(Intercepto) pBo -1,50 0,26 -5,74 < 0,001
Talhao 2 Qi 0,59 0,27 2,21 0,03
Talhao 3 Qs 1,41 0,25 5,74 < 0,001
Talhdao 4 Oy 1,01 0,25 4,11 < 0,001
Talhao 5 Qs 1,55 0,25 6,22 < 0,001
Talhao 6 Qg 1,16 0,27 424 <0,001
Coleta 2 Y2 -0,13 0,25 -0,53 0,60
Coleta 3 Y3 -0,69 0,26 -2,62 <0,01
Coleta 4 V4 -0,04 0,26 -0,16 0,87
Coleta 5 s 0,28 0,27 1,05 0,29
Coleta 6 Y6 -0,05 0,26 -0,18 0,86
Coleta 7 V7 -0,10 0,26 -0,39 0,70
Efeitos Aleatérios Variancia D. Padrao
Ponto (Intercepto) by, 0,2723 0,5218
Altura em Ponto (Intercepto) ¢,y  0,0182 0,1348
Residuo € 1,0072 1,0036

sdo dos coeficientes, que decresce da coleta 2 até a coleta 5 e volta a crescer novamente,
sendo que o logaritmo da média na coleta 2 é menor do que nos demais. Considerando os
efeitos aleatérios associados a ponto, no nivel de individuo, b, € associado ao fator altura
dentro de ponto, b(;), 0s desvios padréo foram de 0,5218 e 0,1348, respectivamente, o
que representa cerca de 39,5% da variabilidade total atribuida a esses efeitos.

Em relagdo ao logaritmo do desvio, a partir do modelo, tem-se que a variabilidade é
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Figura 3.15 — Worm plot do modelo final - Binomial Negativa Tipo |.
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Tabela 3.13 — Medidas descritivas dos residuos simulados do modelo final - Binomial Ne-

gativa Tipo .
Média -0,003
Variancia 0,996
Coeficiente de Assimetria -0,025
Coeficiente de Curtose 3,07

maior nos demais talhdes em relacdo ao baseline, com variabilidade maior no talhdo 5.
Para o fator coleta, o efeito no logaritmo do desvio é negativo, com excecao da coleta 5.
Isso quer dizer que a variabilidade nos demais talhdes, com o passar das coletas, € menor
em relacdo ao baseline exceto pela coleta 5, que tem variabilidade maior. Assim, espera-se
que a maior variabilidade seja encontrada no talh&do 5 (localizagéo 2) e na coleta 5.

Conforme apresentado na Tabela 3.14, cada talh&o foi colocado como referéncia e
comparado com os demais em relagdo a significancia da diferenca entre eles. Com isso,
€ possivel observar que nao ha diferenca significativa apenas entre os talhées 1 e 2; 1
e 4;2 e 4;e 3 e b5, lembrando que os talhdes 1, 2 e 3 pertencem a localizacédo 1 e os
demais, a localizacédo 2. Portanto, na localizagao 1, o talhdo 3 possui contagem média
significativamente menor que os outros dois, que nado se diferem entre si. Ja na localizagéo
2, todos os talhdes se diferem entre si, ndo havendo diferencas apenas com relagdo aos
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Tabela 3.14 — Estimativas dos coeficientes de talhdo com diferentes baselines.

Efeitos Fixos Estimativa (p-valor)

Baseline 1 Baseline 2 Baseline 3
Talhdo1 o (Intercepto) 0,05 (0,59) 0,86 (<0,001) (%
Talhdo2 a, -0,05 (0,59) (Intercepto) 0,81 (<0,001) (%
Talhdo3 a3 -0,86 (<0,001) (*) -0,81 (<0,001) (%) (Intercepto)
Talhdo 4 «4 -0,13 (0,20) -0,08 (0,46) 0,73 (<0,001) (%
Talhdo5 «5 -0,98 (<0,001) (*) -0,93 (<0,001) (*) -0,11 (0,47)
Talhdo 6 o« -1,88 (<0,001) (*) -1,83 (<0,001) (*) -1,01 (<0,001) (¥

Baseline 4 Baseline 5 Baseline 6
Talhdo1 «; 0,13 (0,20) 0,98 (<0,001) (*) 1,88 (<0,001) (¥
Talhdo 2 «y 0,08 (0,46) 0,983 (<0,001) (*) 1,83 (<0,001) (¥
Talhdo3 a3 -0,73 (<0,001) (*) 0,11 (0,47) 1,01  (<0,001) (%)
Talhdo 4 a4 (Intercepto) 0,85 (<0,001) (¥ 1,75 (<0,001) (¥
Talhdo5 a5 -0,85 (<0,001) (%) (Intercepto) 0,90 (<0,001) (™
Talhdo6 a5 -1,75 (<0,001) (*) -0,90 (<0,001) (%) (Intercepto)

(*) — Coeficientes significativos em relacao ao baseline.

talhdes da localizagdo 1, uma vez que os talhdes 1 e 4; 2 e 4; e 3 e 5 ndo se diferem
significativamente. Ainda, pode-se constatar que, com exceg¢ao do talhdo 4 em relagdo ao
talhdo 3, todos os coeficientes associados a localizacédo 2 sdo negativos. Portanto, embora
a contagem média no talhdo 4 seja maior do que no talhdo 3, ha evidéncias de que a
resposta média na localizagdo 2 seja diferente, a menor, da localizagdo 1. Desta forma,
partindo do modelo final, compara-se os talhdes entre as duas localizacées, agrupando-os
por meio de constrastes e testando a seguinte hipotese:

HOZ(a1+a2+a3)—(a4+a5+a6):07
H1:(041+a2+043)—(044+045—|—a6)7é07

nao ha diferenca entre localizagbes 2.4)
hé& diferenca entre localizagdes. '

Com base no agrupamento dos talhdes por contrastes e o teste de hip6tese apresen-
tado na Equacgéao (3.2.4), apresenta-se, na Tabela 3.15, as estimativas dos coeficientes do
modelo ajustado. Conforme presumido, o efeito associado a localizagéo 2 é negativo e o
teste de hipétese aponta diferenca significativa entre os grupos, tanto na contagem média
quando na variabilidade. Portanto, considerando que a localizagdo € significativa na mo-
delagem conjunta e a distribuicdo da contagem de insetos difere de acordo com o pomatr,
as localizag6es serdo modeladas separadamente com o propésito de melhorar o ajuste do
modelo e investigar qual distribuicdo de probabilidade melhor se ajusta em cada caso.
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Tabela 3.15 — Estimativas dos coeficientes de regressao e parametros de variancia do mo-
delo final com talh6es agrupados - Binomial Negativa Tipo I.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
77777777777777777777777777 //L —_— e o — o — — — — — =
(Intercepto) Bo 3,04 0,09 32,86 < 0,001
Localizacao 2 (T4, T5e T6) - -0,61 0,13 -4,65 < 0,001
Coleta 2 Y2 1,12 0,13 8,72 < 0,001
Coleta 3 Y3 0,67 0,12 5,51 < 0,001
Coleta 4 Ya 0,65 0,14 4,48 < 0,001
Coleta 5 V5 -0,13 0,15 -0,89 0,37
Coleta 6 Y6 0,17 0,14 1,16 0,25
Coleta 7 Y7 0,50 0,14 3,61 <0,001
o
(Intercepto) Bo -0,57 0,18 -3,11 < 0,005
Localizacao 2 (T4, T5e T6) < -0,77 0,32 -2,40 0,02
Coleta 2 Yo 0,02 0,25 0,07 0,94
Coleta 3 Y3 -0,36 0,25 -1,41 0,16
Coleta 4 V4 0,43 0,25 1,75 0,08
Coleta 5 V5 0,40 0,25 1,58 0,11
Coleta 6 Y6 0,39 0,25 1,56 0,12
Coleta 7 V7 0,24 0,25 0,98 0,33

Efeitos Aleatérios Variancia D. Padréo
Ponto (Intercepto) by 0,6143 0,7838
Altura em Ponto (Intercepto) by  0,0275 0,1658
Residuo € 0,9920 0,9960

3.3 Modelagem 2 — Localizacéo 1

Considerando a localizagao 1, foram selecionadas apenas as distribuicdes Binomial

Negativa Tipo | e Tipo Il para a modelagem dos dados, visto que tais distribuicées tiveram

melhor aderéncia na modelagem conjunta. Inicialmente, foram considerados modelos line-

ares generalizados mistos modelando apenas a média via preditor linear e testados ponto
e ponto e altura como fatores de efeitos aleatorios, conforme Tabela 3.16.

Os graficos worm plots dos modelos (Figura 3.16) sinalizam que o ajuste nao foi ade-

quado, entretanto, hd um outlier (observagdo 164) prejudicando a andlise diagndstica.

Desta forma, o outlier foi removido e o preditor linear para ¢ foi incluido para o reajuste

do modelo.
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Figura 3.16 — Worm plot dos modelos ajustados com distribuicbes Binomial Negativa Tipo
I e Il, com preditor linear para .
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Tabela 3.16 — Modelos ajustados com distribuicoes Binomial Negativa Tipo | e Il, com pre-
ditor linear para p.

ID Distribuigao g1(p) g2(0) AIC
9 o - (Bo+ by +bk) + i +0; +v - 234277
91 Binomial Negativa Tipo | (Bo + br) + s + 6, + ) 234815
. . . . (60 + b(j|k:) + bk) + a; + 6)]' + Ve - 2306,11
101 Binomial Negativa Tipo Il (Bo + br) + s + 0 + ) 2327.20

De acordo com a Figura 3.17, nota-se que a remoc¢ao do outlier e a inclusao do preditor
linear para o foi suficiente para melhorar consideravelmente o ajuste dos modelos, sendo
que todos eles aparentam um ajuste adequado. Pelo critério AlC, presente na Tabela 3.17,
os modelos contendo ponto e altura como efeitos aleatérios sdo considerados melhores e,
para verificar se a diferenca entre os modelos é significativa, utiliza-se o teste da razdo de
verossimilhanca.

Pelo teste da razdo de verossimilhangca entre os modelos com diferentes estruturas
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Tabela 3.17 — Modelos ajustados com distribuigdes Binomial Negativa Tipo | e Il, com pre-
ditor linear para e o.

ID Distribuicdo g1(p) g2(0) AIC
9S N - (Bo+bgky +0k) +as + 05+ a; +0;+7;  2302,46
918 Binomial Negativa Tipo | (Bo +bi) + i + 6, + 7, i+ 0+ 2309,96
10S . . . . (Bo+bgjky + ) + i +0; v o +0;+v 2276,79
10.1S Binomial Negativa Tipo (Bo + br) + s + 6, + it 0+ 230474

Figura 3.17 — Worm plot dos modelos ajustados com distribuicbes Binomial Negativa Tipo
| e Il, com preditor linear para i e o.
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aleatérias, apresentado na Tabela 3.18, conclui-se que os modelos diferem significativa-
mente e a estrutura com ponto e altura como fatores de efeitos aleatorios é preferida, isto
€, modelos 1 e 2. Desta forma, é necessdria a comparagao direta entre os dois melhores
modelos para verificar qual das relagdes entre a média e variancia é mais adequada para
a ocasiao.

Na conjuntura da analise diagnéstica, tem-se que o modelo 2 fornece um ajuste melhor
corroborado pelo worm plot (Figura 3.18), que nao apresenta nenhum padrdo e 0 menor
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Tabela 3.18 — Teste da razao de verossimilhanca entre os modelos com diferentes estrutu-

ras aleatorias.

Modelo 9.1S (Nulo): Deviance = 2245,013 com 32,4758 graus de liberdade
Modelo 9S (Alternativo):  Deviance = 2217,144 com 42,6593 graus de liberdade

LRT = 27,8685 com 10,1835 graus de liberdade
p-valor = 0,0021165

Modelo 10.1S (Nulo): Deviance = 2240,227 com 32,2573 graus de liberdade
Modelo 10S (Alternativo): Deviance =2187,701 com 44,5442 graus de liberdade

LRT = 52,6266 com 12,2869 graus de liberdade
p-valor < 0,0001

Figura 3.18 — Modelos com distribuicdo de probabilidade Binomial Negativa Tipo | e Tipo Il

Deviation

Tabela 3.19 — Medidas descritivas dos residuos simulados do modelo Binomial Negativa

AIC dentre as distribuigdes testadas. O plot do modelo (Figura 3.19) também apresenta
conformidade com os pressupostos e os residuos aleatorizados estdo préximos de uma

com melhor desempenho.

(a) ID 9S )10 108
5 e Sl 5 . NP
O - : VS

-0.5
|
-0.5
|

-1.0
-1.0

Unit normal auantile Unit normal auantile

Tipo Il.
Média -0,023
Variancia 1,005
Coeficiente de Assimetria 0,042
Coeficiente de Curtose 2,98

distribuicdo normal padrao (Tabela 3.19), como esperado. Com relacao aos coeficientes

de regressao do modelo, para a média, apenas o fator altura nao difere significativamente



Capitulo 3. Aplicagbes

69

Figura 3.19 — Gréfico de diagnostico dos residuos simulados da distribuicdo Binomial Ne-
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uma vez que, na modelagem conjunta, os niveis de talhdo foram altamente significativos
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coleta, com excecao da coleta 3, foram todos significativos.
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Tabela 3.20 — Estimativas dos coeficientes de regressao e parametros de variancia da dis-
tribuicdo Binomial Negativa Tipo Il.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
777777777777777777777 //L —_— e e — o — — — — — =
(Intercepto) pBo 3,31 0,09 37,08 < 0,001
Talhdo 2 Qo -0,09 0,08 -1,17 0,24
Talhao 3 as -1,01 0,10 -9,93 < 0,001
Altura 4,5 0y -0,04 0,07 -0,51 0,61
Altura 7 03 0,00 0,07 -0,02 0,98
Coleta 2 Y2 1,36 0,11 12,85 < 0,001
Coleta 3 Y3 0,93 0,10 9,16 < 0,001
Coleta 4 Y4 0,88 0,12 7,54 < 0,001
Coleta 5 5 0,23 0,13 1,75 0,08
Coleta 6 Ye 0,67 0,11 6,22 < 0,001
Coleta 7 Y7 0,59 0,13 4,50 <0,001
o
(Intercepto) pSo 1,23 0,36 3,39 < 0,001
Talhdo 2 Qo -0,05 0,33 -0,15 0,88
Talhdo 3 a3 0,13 0,31 0,41 0,68
Altura 4,5 0y 0,26 0,25 1,02 0,31
Altura 7 03 0,30 0,27 1,09 0,28
Coleta 2 Y2 1,56 0,41 3,77 < 0,001
Coleta 3 Y3 0,53 0,47 1,13 0,26
Coleta 4 Ya 1,34 0,45 3,00 <0,005
Coleta 5 Y5 1,09 0,42 2,62 0,01
Coleta 6 Ye 1,04 0,41 2,55 0,01
Coleta 7 7 1,18 0,47 2,52 0,01

Efeitos Aleatorios Variancia D. Padréo
Ponto (Intercepto) by 0,3840 0,6197
Altura em Ponto (Intercepto) by 0,0570 0,2388
Residuo € 1,1035 1,0505

A partir do modelo com distribuicdo de probabilidade Binomial Negativa Tipo Il, ponto
e altura como fatores de efeitos aleatérios e preditor linear para i e o, busca-se por um
modelo mais parcimonioso a partir da remocéo de alguns fatores, em particular, aqueles
que néo apresentaram diferengas significativas. Na Tabela 3.21, observa-se que os mode-
los apresentam critérios AIC muito proximos entre si, com uma amplitude de 10 unidades
entre 0 maior e 0 menor critério. Com base nisso, a escolha pelo modelo destacado, re-
movendo o fator altura em ambos os preditores, se deu pelo comportamento dos residuos
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Tabela 3.21 — Modelos testados com a distribuigao Binomial Negativa Tipo II.

ID Distribuicdo g1(p) g2(0) AIC
(Bo+ by + be) + i +0;+ v Bo+oi+6;+7y 227679
(Bo + bijky + be) + a; + Bo+ o +0; +v 2272,69
10S Binomial Negativa Tipo Il (8o 4+ bjjky +bx) + i +%  Bo+ o + 2270,50
(Bo =+ bjiey + br) + i + % Bo+ 0+ 2268,74
(Bo =+ bjiey + be) + i + 7 Bo+ i 2266,64

em uma inspecao grafica (Figuras 3.20-3.21) e suas medidas descritivas (Tabela 3.22). De
forma similar ao que ocorre na modelagem conjunta, a presenca do fator talhdo no modelo
para o preditor de o é necessaria para a conformidade do modelo, mesmo que os niveis
nao difiram entre si. Portanto, tem-se as func¢des de ligacao:

log(fuijue) = Ml = (3,36 + by + byjjy) — 0,07 Talhdo 2 — 0,99 Talhio 3 +
+ 1,36 Coleta 2 + 0,92 Coleta 3 + 0,85 Coleta 4 +

+ 0,23 Coleta 5+ 0,65 Coleta 6 + 0,55 Coleta 7
(3.3.1)
log(Gijke) = N = 1,45 — 0,03 T'alhdo 2 + 0,17 Talhdo 3 + 1,51 Coleta 2 +

+ 0,51 Coleta 3+ 1,30 Coleta 4+ 1,05 Coleta 5 +
+ 0,97 Coleta 6 + 1,07 Coleta 7.

Tabela 3.22 — Medidas descritivas dos residuos simulados do modelo final - Binomial Ne-

gativa Tipo II.
Média -0,022
Variancia 1,004
Coeficiente de Assimetria 0,025
Coeficiente de Curtose 3,03

Interpretando os coeficientes de regressdao do modelo, a partir da Equacao (3.3.1),
em relacdo ao baseline talhdo 1 e coleta 1, observam-se efeitos negativos nos demais
talhdes para o preditor de ., sendo que a menor media ocorre no talhdo 3, como observado
anteriormente também na analise exploratoria dos dados. As estimativas dos coeficientes
de regressao associados ao fator coleta sdo todos positivos, indicando que a contagem
média € menor na coleta 1 e maior na coleta 2, que apresenta o maior coeficiente. Ainda,
o efeito aleatério associado a individuo, b, tem desvio padrdo de 0,6204 e para o efeito
aleatdrio de altura dentro de ponto, b, 0 desvio padréo é de 0,2364, 0 que representa
cerca de 45% de toda a variabilidade incluindo o desvio residual.

Em relagdo ao preditor de o, tem-se que as estimativas dos coeficientes de regressao
associadas a talhdo nao foram significativas, apresentando valores muito baixos, ou seja,
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Figura 3.20 — Worm plot do modelo final - Binomial Negativa Tipo II.
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pelo modelo, a variabilidade é similar em cada talhdo. Para o fator coleta, todos os co-
eficientes estimados foram positivos e o maior deles atribui-se a coleta 2, como também
observado na anadlise descritiva, neste momento, ocorreram picos de contagens acima do
padrao geral dos dados, contribuindo para uma dispersao maior.

3.4 Modelagem 3 — Localizacao 2

Para a modelagem da localizacao 2, a metodologia para a selecao do modelo é analoga
a modelagem anterior para a localizagao 1. Foram considerados, inicialmente, modelos
lineares generalizados mistos com distribuicées de probabilidade Binomial Negativa Tipo |
e Tipo Il, com duas estruturas aleatérias diferentes: ponto e ponto e altura, conforme indica
a Tabela 3.24. Neste caso, por meio dos worm plots dos modelos (Figura 3.22), observa-
se que nao ha a presencga de valores discrepantes e o ajuste considerando apenas a
modelagem de p via preditor linear, como € o caso da classe de modelos MLGM, néo foi
suficiente para obter um bom ajuste. Com isso, faz-se necessaério utilizar da flexibilidade
da classe de modelos GAMLSS para modelar o preditor linear para ¢ e testar os modelos
indicados na Tabela 3.25.

Na Figura 3.23, por sua vez, ha indicios de que o ajuste foi suficientemente adequado
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Figura 3.21 — Gréfico de diagnostico dos residuos simulados da distribuicdo Binomial Ne-
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apenas com a inclusdo do preditor linear de o. Todos 0os modelos testados se comporta-

ram bem e os pressupostos foram satisfeitos, mesmo com estruturas aleatérias diferentes.

Visualmente, com a distribuicdo de probabilidade Binomial Negativa Tipo |, a estrutura ape-
nas com ponto como fator de efeito aleatério teve um resultado melhor (Modelo 11.1), e

com a Binomial Negativa Tipo Il, a estrutura com ponto e altura como aleatério foi superior.

Apesar disso, tanto nos modelos iniciais quanto nos modelos completos, os critérios AIC
associados a ponto e altura como aleatérios foram altamente superiores, corroborado pelo
teste da razdo de verossimilhanga apresentado na Tabela 3.26. Além disso, no sentido

pratico, incluir altura como fator de efeito aleatério é desejado pois induz uma correlagao
natural entre as medidas realizadas no mesmo ponto, em alturas diferentes, o que é espe-

rado.

Confrontando os melhores modelos de cada distribuicao (Figura 3.24), percebe-se que
os residuos se comportam de maneira muito similar. Desta forma, considerando que o AIC

do modelo 2 € melhor e a estrutura com ponto e altura é preferida, como comentado anteri-



Capitulo 3. Aplicagbes

74

Tabela 3.23 — Estimativas dos coeficientes de regresséo e pardmetros de variancia da dis-
tribuicdo Binomial Negativa Tipo Il - modelo final.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
7]
(Intercepto) pBo 3,36 0,08 41,74 < 0,001
Talhdo 2 Q9 -0,07 0,07 -0,95 0,34
Talhao 3 Qs -0,99 0,10 -9,90 < 0,001
Coleta 2 Y2 1,36 0,11 12,93 < 0,001
Coleta 3 Y3 0,92 0,10 9,13 < 0,001
Coleta 4 Y4 0,85 0,11 7,43 < 0,001
Coleta 5 Vs 0,23 0,13 1,71 0,09
Coleta 6 Y6 0,65 0,11 6,10 < 0,001
Coleta 7 Y7 0,55 0,12 4,52 <0,001
o
(Intercepto) S 1,45 0,32 4,59 < 0,001
Talhdo 2 % -0,03 0,32 -0,08 0,94
Talhdo 3 Q3 0,17 0,29 0,59 0,55
Coleta 2 Y2 1,51 0,41 3,71 < 0,001
Coleta 3 Y3 0,51 0,46 1,11 0,27
Coleta 4 Y4 1,30 0,43 3,02 < 0,005
Coleta 5 Vs 1,05 0,40 2,59 0,01
Coleta 6 Ye 0,97 0,40 2,45 0,02
Coleta 7 Y7 1,07 0,43 2,46 0,01

Efeitos Aleatérios

Varidncia D. Padréao

Ponto (Intercepto) by 0,3849 0,6204
Altura em Ponto (Intercepto) b¢xy  0,0559 0,2364
Residuo € 1,1029 1,0502

Tabela 3.24 — Modelos ajustados com distribuicoes Binomial Negativa Tipo | e Il, com pre-

ditor linear para p.

ID Distribuicéo g1(p) g2(0) AIC

11 N - (Bo+ by +bk) +ai+6;+~v - 1970,44
111 Binomial Negativa Tipo | (Bo + br) + s + 0, + ) 2033.96

12 L - (Bo+ by +bk) + i +6;+~v - 198539
12 1 Binomial Negativa Tipo Il (Bo + br) + s + 0, + ) 2054.26

ormente, o modelo 2 sera selecionado como candidato a modelo final. Pelo plot do modelo

(Figura 3.25), é possivel ver que os residuos simulados estao aleatoriamente distribuidos,
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Figura 3.22 — Worm plot dos modelos ajustados com distribuicbes Binomial Negativa Tipo
I e Il, com preditor linear para .
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Tabela 3.25 — Modelos ajustados com distribuicoes Binomial Negativa Tipo | e Il, com pre-
ditor linear para . e o.

ID Distribuicdo g1(p) g2(0) AIC
11.1S Binomial Negatlva TIpO | (50 + bk) + oy + 9]‘ + v o; + 9j + v 2002,41
1245 DinomialNegativaTipoll 5" 4 A% o 1y, a;+0;+7 201340

sendo que os residuos versus valores ajustados estdo altamente concentrados entre 0 e
80, no eixo x, com alguns pontos além dessa faixa, como esperado dado o comportamento
geral da distribuicdo dos dados. Quanto a normalidade, cujas medidas descritivas dos re-
siduos simulados se encontram na Tabela 3.27, o pressuposto € satisfeito e a distribuicao
dos dados se assemelha a uma normal padrao. No entanto, é possivel observar que ha
um certo desvio em relagao a assimetria e curtose o qual se espera corrigir, para o0 modelo
final, apds o refinamento.
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Figura 3.23 — Worm plot dos modelos ajustados com distribuicbes Binomial Negativa Tipo
| e Il, com preditor linear para i e o.
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Em comparagdo com as modelagens conjunta e da localizagdo 1 separadamente, tem-
se que a distribuicdo de probabilidade Binomial Negativa Tipo Il, na forma de Var(Y) =
i+ o, se mostrou mais adequada para modelar os dados separadamente, tanto da locali-
zacao 1 quanto da localizacao 2, considerando a metodologia aplicada neste trabalho. Por
outro lado, a distribuicdo Binomial Negativa Tipo |, cuja relagdo média-variancia se da na
forma quadratica, foi mais adequada para modelar os dados conjuntamente. Vale destacar
que existe uma infinidade de possibilidades e modelos diferentes a serem considerados
e testados, e a escolha por um "melhor" modelo, pela semantica, ndo é possivel. Nesse
sentido, define-se uma estratégia com base em critérios pré-estabelecidos para encontrar
um modelo parcimonioso e que satisfaca os objetivos do pesquisador, cuja capacidade
preditiva seja suficientemente boa.

Os coeficientes de regressao apresentados na Tabela 3.28 apontam para uma alta sig-
nificancia dos fatores na predigcdo da média, sendo que apenas as coletas 4 e 7 nao foram
significativas em relacdo ao seu baseline. Ja para a predigdo do desvio, apenas talhdo
3, altura 7 e coleta 7 foram significativos. A partir do modelo completo, foram testados os
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Tabela 3.26 — Teste da razao de verossimilhanca entre os modelos com diferentes estrutu-
ras aleatérias.

Modelo 11.1S (Nulo): Deviance = 1939,69 com 31,3623 graus de liberdade
Modelo 11S (Alternativo): Deviance = 1833,80 com 51,5041 graus de liberdade

LRT = 105,8839 com 20,1418 graus de liberdade
p-valor < 0,0001

Modelo 12.1S (Nulo): Deviance = 1952,22 com 30,5906 graus de liberdade
Modelo 12S (Alternativo): Deviance = 1866,44 com 47,1283 graus de liberdade

LRT = 85,7830 com 16,5377 graus de liberdade
p-valor < 0,0001

Figura 3.24 — Modelos com distribuicdo de probabilidade Binomial Negativa Tipo | e Tipo Il
com melhor desempenho.
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modelos exibidos na Tabela 3.29 com a remocao de alguns fatores. Pode-se perceber que,
com excecao dos dois ultimos modelos na tabela, a remocao dos fatores ocasiona uma
diminuicdo no AIC, embora a diferenga entre eles seja bem pequena.

N&o por coincidéncia, uma vez que foi observado na analise descritiva que o comporta-
mento da distribuigéo se difere dentre os niveis dos fatores, a remocao do fator altura e de
talhdo e altura simultaneamente no preditor de o foi responsavel por perda na qualidade
do ajuste, principalmente com relacao a dispersao. Curiosamente, a remocédo apenas do
fator talhdo, ainda que o modelo tenha um critério menor, ocasionou um ajuste inferior ao
modelo com a remogéao apenas do fator altura.

Em relacdo a média, foi observado que a remocéao apenas do fator altura do preditor
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Figura 3.25 — Grafico de diagnéstico dos residuos simulados da distribuicado Binomial Ne-

gativa Tipo II.
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Tabela 3.27 — Medidas descritivas dos residuos simulados do modelo Binomial Negativa

Tipo Il.

Média
Variancia

-0,031
0,996

Coeficiente de Assimetria 0,119

Coeficiente de Curtose

3,12
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Tabela 3.28 — Estimativas dos coeficientes de regressao e parametros de variancia da dis-
tribuicdo Binomial Negativa Tipo Il.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
777777777777777777777 //L —_— e e — o — — — — — =
(Intercepto) pBo 2,91 0,13 23,18 < 0,001
Talhao 2 Qo -0,95 0,09 -11,13 < 0,001
Talhao 3 Qs -1,72 0,09 -18,18 < 0,001
Altura 4,5 0, 0,61 0,08 7,76 < 0,001
Altura 7 05 0,53 0,11 5,00 < 0,001
Coleta 2 Y2 1,14 0,13 8,67 < 0,001
Coleta 3 3 0,55 0,13 4,19 < 0,001
Coleta 4 o 0,09 0,13 0,72 0,47
Coleta 5 Y5 -0,51 0,15 -3,39 < 0,001
Coleta 6 Ye -0,37 0,15 -248 <0,05
Coleta 7 ol 0,38 0,21 1,76 0,08
o
(Intercepto) pSo 1,81 0,41 4,43 < 0,001
Talhdo 2 Qo -0,05 0,30 -0,16 0,87
Talhao 3 Qs -0,79 0,34 -2,31 <0,05
Altura 4,5 0o 0,00 0,30 -0,01 0,99
Altura 7 03 1,29 0,30 4,32 < 0,001
Coleta 2 Yo 0,58 0,43 1,34 0,18
Coleta 3 Y3 -0,19 0,43 -0,45 0,66
Coleta 4 Y4 -0,92 0,49 -1,85 0,07
Coleta 5 5 -0,80 0,48 -1,65 0,10
Coleta 6 Y6 -0,65 0,46 -1,40 0,16
Coleta 7 Yr 1,34 0,45 3,00 < 0,005

Efeitos Aleatérios Variancia D. Padréo
Ponto (Intercepto) by, 0,0587 0,2423
Altura em Ponto (Intercepto) by  0,1596 0,3995
Residuo € 1,1157 1,0563

foi suficiente para obter um bom ajuste, lembrando que as conclusdes consideradas aqui
foram tomadas em conjunto com a inspec¢éo grafica dos worm plots dos modelos. Desta
forma, o modelo que melhor se ajustou aos dados contempla, para o preditor de p, talhdo
e coleta como fatores de efeitos fixos e ponto e altura como fatores de efeitos aleatérios e,
para o preditor de o, altura e coleta como fatores de efeitos fixos.



Capitulo 3. Aplicagbes 80

Tabela 3.29 — Modelos testados com a distribuigao Binomial Negativa Tipo II.

ID Distribuicéo g1(p) g2(0) AIC
(Bo+bgjey + be) + s +0;+%  Bo+ai+0;+v 1960,69
(Bo =+ bjiky + bw) + 0 + % Bo+a;+0;,+v 1958,06
(Bo =+ bjiky + br) + i + 7 Bo+o;+6;+7 195818
12S  Binomial Negativa Tipo Il (8o + bk + bk) + Y Bo+ i +0;+7 1955,70
(Bo + bk +br) +ai +v  Bo+ 60 +% 1959,54
(Bo + by + be) + i + % Bo + o + e 1973,52
(Bo =+ bjiky + be) + i + 72 Bo + e 1974,05

Figura 3.26 — Worm plot do modelo final - Binomial Negativa Tipo II.
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Tabela 3.30 — Medidas descritivas dos residuos simulados do modelo final - Binomial Ne-

gativa Tipo II.
Média -0,03
Variancia 1,004
Coeficiente de Assimetria 0,115
Coeficiente de Curtose 3,03

A partir do modelo selecionado como modelo final, verifica-se pelas medidas descritivas
dos residuos simulados, na Tabela 3.30, que o modelo foi capaz de melhorar o coeficiente
de curtose trazendo a medida para proximo de 3, que é a referéncia de uma distribuicao
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Figura 3.27 — Gréfico de diagnostico dos residuos simulados da distribuicdo Binomial Ne-
gativa Tipo Il - modelo final.
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mesocurtica tal qual a distribuicdo normal. Por outro lado, o coeficiente de assimetria se
manteve praticamente estavel e acima do valor de referéncia.

Apesar dessas consideragoes, pode-se considerar o modelo encontrado como um bom
candidato para o ajuste aos dados, visto que os pressupostos foram todos satisfeitos e o
desvio observado no worm plot é leve, ocorrendo com apenas alguns pontos na cauda,
assim como no QQ Plot (Figura 3.27), além de ter todos os pontos dentro da banda de
confianga. Uma outra alternativa que pode ser considerada € buscar por distribuicdes de
probabilidade que possibilitem o ajuste de dados assimétricos, especialmente dentro da
classe de modelos GAMLSS que nao necessita pertencer a familia exponencial de dis-
tribuicbes. Considerando o modelo final encontrado, portanto, admite-se as funcdes de
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Tabela 3.31 — Estimativas dos coeficientes de regresséo e pardmetros de variancia da dis-
tribuicdo Binomial Negativa Tipo Il - modelo final.

Efeitos Fixos Estimativa Erro Padrdo Valor-t P(> [t])
777777777777777777777 //L —_— e e — o — — — — — =
(Intercepto) pBo 3,07 0,10 29,97 < 0,001
Talhao 2 Qo -0,95 0,08 -12,57 < 0,001
Talhao 3 Qs -1,58 0,09 -16,93 < 0,001
Coleta 2 Y2 1,10 0,12 9,15 < 0,001
Coleta 3 Y3 0,58 0,12 4,69 <0,001
Coleta 4 V4 0,08 0,12 0,71 0,48
Coleta 5 Y5 -0,52 0,14 -3,83 < 0,001
Coleta 6 Y6 -0,36 0,14 -2,60 <0,05
Coleta 7 ¥7 0,15 0,17 0,86 0,39
o
(Intercepto) S 1,78 0,34 5,31 < 0,001
Altura 4,5 0y -0,23 0,27 -0,84 0,40
Altura 7 05 1,02 0,26 3,87 < 0,001
Coleta 2 Y2 0,37 0,40 0,92 0,36
Coleta 3 Y3 0,01 0,41 0,03 0,98
Coleta 4 Y4 -1,03 0,48 2,17 <0,05
Coleta 5 V5 -0,80 0,45 -1,76 0,08
Coleta 6 Y6 -0,53 0,44 -1,20 0,23
Coleta 7 Y7 0,97 0,40 2,44 <0,05

Efeitos Aleatérios Variancia D. Padrao
Ponto (Intercepto) by 0,0241 0,1553
Altura em Ponto (Intercepto) b¢x)  0,2689 0,5186
Residuo € 1,1246 1,0605

ligagéo:
log(fiije) = e = (3,07 + by, + b)) — 0,95 Talhdo 2 — 1,58 Talhio 3 +
+ 1,10 Coleta 2 + 0,58 Coleta 3 + 0,08 Coleta 4 +

— 0,52 Coleta 5 — 0,36 Coleta 6 + 0,15 Coleta 7
(3.4.1)
109(Gijie) = Mgy = 1,78 — 0,23 Altura 4,5 + 1,02 Altura 7+ 0,37 Coleta 2 +

+ 0,01 Coleta 3 — 1,03 Coleta 4 — 0,80 Coleta 5 +
— 0,53 Coleta 6 + 0,97 Coleta 7.

A partir da Equacao (3.4.1) referente ao modelo final, para o preditor de u, apenas as
coletas 4 e 7 nao foram significativas em relagdo ao baseline. Os talhdes 2 e 3 foram sig-
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nificativos e possuem coeficientes de regressao negativos, ou seja, a contagem média de
insetos nesses talhdes é menor, sendo no talhdo 3 a menor contagem média. Com exce¢ao
das coletas 5 e 6, todos os demais coeficientes associados a esse fator foram positivos,
sendo a contagem média maior na coleta 2. Entre as coletas 5 e 6, cujas estimativas sdo
negativas, a coleta 5 possui contagem média menor de insetos mas parece nao diferir da
coleta 6, visto que o valor desses coeficientes sao préximos. Embora o fator altura tenha
apresentado alta significancia no modelo inicial (Tabela 3.28), a sua remogao do modelo
nao acarreta perda na qualidade do ajuste. Além disso, o efeito aleatério de altura dentro
de ponto apresenta um desvio padrdo maior no modelo final, de 0,5186 contra 0,3995 do
modelo inicial, incorporando essa variabilidade devido a altura no modelo. O desvio padrdo
do efeito aleatério a nivel de individuo foi de 0,1553, e neste caso, a variabilidade devido a
altura dentro de ponto é maior do que a variabilidade entre individuos, diferentemente do
que ocorre na modelagem conjunta e da localizagao 1. Juntos, os desvios associados aos
efeitos aleatérios representam 38,85% do total.

Em relagdo ao preditor de o, o0 menor desvio na contagem ocorre na altura 4,5 e o
maior, na altura 7. Para o fator coleta, alguns coeficientes sdo negativos e outros positivos,
indicando que a variabilidade na coleta 1 e altura 2,5 nao € a maior e nem a menor. O
maior desvio padrao, pelo modelo, ocorre na altura 7 e coleta 7 enquanto o menor ocorre
na altura 4,5 e coleta 4.
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Conclusao

A partir da modelagem conjunta, foi possivel observar diferengas na contagem média
de insetos entre os talhdes que pertencem a diferentes localizacées. Além disso, o efeito
dos fatores na resposta pode se manifestar de formas diferentes em cada local, assim como
o comportamento da distribuicdo da contagem de insetos, conforme explorado na analise
descritiva dos dados. Desta forma, procedeu-se com a modelagem de forma separada
em cada localizacdo com vistas a incorporar tais particularidades de cada uma delas e
encontrar um modelo mais adequado.

E possivel observar diferengas e similaridades entre os modelos ajustados, sendo que
a principal diferenga esta no fato de que a distribuigcdo de probabilidade Binomial Negativa
Tipo I, na forma quadratica da relacdo média-variancia, foi mais adequada para modelar
o banco de dados completo, enquanto para os modelos separados, a Binomial Negativa
Tipo Il obteve melhor desempenho. Quanto as similaridades entre os modelos, para ambas
localizagdes, a distribuicdo Binomial Negativa Tipo Il proporcionou um ajuste adequado,
embora a distribuicdo da contagem de insetos na localizacdo 2 tenha apresentado um
comportamento mais concentrado e menos disperso em relagao a localizagao 1. Nos trés
modelos, para a meédia, a estrutura do preditor linear foi a mesma, com talhdo e coleta
como fatores de efeitos fixos e ponto e altura como fatores de efeitos aleatérios. Para o
preditor do desvio, na modelagem conjunta e da localizagédo 1, os fatores de efeitos fixos
foram talhdo e coleta, enquanto para a localizagao 2, apenas os fatores altura e coleta
foram importantes para o modelo.

Com relacdo a metodologia utilizada, percebe-se que mesmo a classe de modelos
GAMLSS permitindo a modelagem de distribuicbes que ndo necessitam pertencer a fami-
lia exponencial, generalizando tal suposigao, curiosamente, duas das trés melhores dentre
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as distribuicoes testadas foram Binomiais Negativas que podem ser escritas sob a forma
da familia exponencial. Deste modo, inicialmente, foi possivel ajustar um modelo linear
generalizado misto incluindo o preditor linear apenas para a média e avaliar o ajuste, no
entanto, o modelo néo foi suficiente para obter um bom ajuste. A modelagem de ¢ via predi-
tor linear utilizando a flexibilidade da classe de modelos GAMLSS se mostrou fundamental
para melhorar consideravelmente o ajuste aos dados, o que era esperado uma vez que foi
possivel constatar, na analise exploratoria dos dados, que a variabilidade da contagem de
insetos ndo é constante sob os niveis dos fatores.
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