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Resumo
O número de marcas de cerveja vem aumentando cada dia, pois pode ser produzida em diversos
locais, além de possuir uma receita simples. Entretanto boas cervejas são reconhecidas pelo
seu sabor e qualidade que dependerá da matéria prima e dos mecanismos empregados em sua
produção, o que reflete nas cores do líquido produzido no processo. A identificação, classifica-
ção de cervejas é de suma importância, possibilitando por exemplo, um melhor direcionamento
do marketing ao segmento específico. As técnicas de machine learning na última década obti-
veram muita atenção em muitos setores da sociedade, inclusive no setor alimentício. A maioria
das técnicas de machine learning consegue produzir resultados altamente precisos se tornando
uma ferramenta indispensável para análise preditiva. Assim, este trabalho apresenta a compa-
ração entre diferentes classificadores aplicados sobre dados extraídos de imagens digitais do
líquido que compõe três marcas de cervejas. A abordagem foi proposta considerando as infor-
mações obtidas dessas imagens através do Teorema da Decomposição em Valores Singulares
(SVD), para a aplicação de três classificadores: 𝑘 vizinhos mais próximos (kNN), Árvore de
Decisão e Naive Bayes impulsionado. Os resultados experimentais mostraram que o classifi-
cador Árvore de Decisão modelo logístico (LMT) foi o mais eficiente, apresentando melhor
acurácia de 93,99% de acertos.

Palavras-chave: Decomposição em Valores Singulares; Classificação Supervisionada; 𝑘 vizi-
nhos mais próximos; Árvore de Decisão; Naive Bayes.
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Capítulo 1

Introdução

Cerveja é tecnicamente uma bebida de leve teor alcoólico, sendo o álcool obtido pela
fermentação do amido sacarificado de cereais como cevada e outros. Essa bebida pertence
às grandes invenções da humanidade, e supostamente surgiu ao acaso na antiga civilização
Suméria, cerca de 6.000 a.C. O seu consumo teve grande importância nas civilizações antigas,
tendo a sua criação atribuída aos Deuses e, levando a inspiração criativa como a escrita
de poemas pelos Babilônios em sua homenagem. Também foram encontradas sementes de
cevadas nas tumbas dos faraós (MORADO, 2017), mostrando a sua importância aos egípcios
antigos.

Dada sua importância aos povos antigos, teve reflexo nas leis, por exemplo: no código
de Hammurabi contém determinações legais disciplinando a produção da cerveja e sua distri-
buição e, a atribuição da pena de morte por afogamento para aqueles que não seguissem as
determinações. A cerveja se espalhou pelo mundo antigo, provavelmente por influência dos
Romanos, e conforme se ampliava o império, a bebida era levada para os novos territórios
conquistados (MORADO, 2017).

Atualmente o consumo de cerveja tem aumentado devido às suas propriedades senso-
riais, nutricionais e até medicinais. Sua correlação positiva com a saúde se deve ao consumo
moderado da bebida trazendo benefícios como o estímulo do sistema imunológico em razão da
presença de componentes antioxidantes (SOHRABVANDI; MORTAZAVIAN; REZAEI, 2012).
A aceitação do público pelo consumo de cerveja deu origem ao nicho especializado na bebida
demasiadamente lucrativo, por exemplo, no ano de 2017 setor só no Brasil teve faturamento
de R$ 107 bilhões (CERVBRASIL, 2017) e mais recentemente o país está em terceiro lugar
entre os cinco países que mais produz cerveja no mundo, esse conjunto é responsável por
metade do volume mundial (GROUP, 2019). Foi a indústria cervejeira que protagonizou uma
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das maiores transações de fusão e aquisição de empresas na história mundial, estrelada pela
InBev que adquiriu a SABMiller por cerca de mais de US $100 bilhões (BAMBER, 2019).

Em decorrência da importância para os negócios com grande movimentação monetária,
as marcas respeitadas de cervejas são padecentes de fraudes. Embustes de alimentos estão
relacionados principalmente na rotulagem gerando uma desconfiança do consumidor perante
a indústria alimentícia, uma vez que a informação obrigatória nos rótulos não corresponde ao
produto (MOREIRA et al., 2019).

Segundo Jiménez-Cervelo et al. (2019), garantir a autenticidade dos alimentos é a prin-
cipal preocupação de muitos consumidores e fabricantes de produtos de alta qualidade, bem
como órgãos oficiais e autoridades em resposta à necessidade de proteger os consumidores
detectando possíveis fraudes alimentares. A autenticidade alimentar é vinculada a composição
natural, ingredientes, tecnologia de produção, características de qualidade implícitas e reivin-
dicações explícitas declaradas no rótulo. Geralmente, a fraude alimentar envolve um engano
sobre a origem, qualidade ou quantidade de um alimento destinado a obter lucro ilícito.

Desse modo, ao considerar a grande variedade de tipos de cervejas com aceitação pu-
jante e preferência do consumidor, se abre extenso leque de possibilidades para fraudes; em
contra partida dá caminho para um amplo campo de pesquisas. Pesquisas com propostas e
uso de novas abordagens que agregam resultados mais precisos nas análises de classificação
e identificação de diversos alimentos e bebidas, e com o emprego dessas diferentes meto-
dologias, variando de acordo com o problema, o refinamento dos resultados de classificação
para identificação desses alimentos pode ser empregado ao combate das diversas categorias
de fraude.

Dowlati (2013) propôs a utilização de regressão e redes neurais na avaliação sensorial do
frescor dos peixes. Usaram as imagens das brânquias e a cor dos olhos dos peixes na modelagem
em machine learning. Esta abordagem se mostrou bastante eficaz para classificação do frescor
de peixes, além de ser de baixo custo, fácil para avaliação rápida e online do frescor de peixes
na indústria de alimentos.

No trabalho apresentado por Sanahuja (SANAHUJA; FéDOU; BRIESEN, 2018), os
autores propuseram um estudo que apresentou as primeiras ferramentas de classificação de
crocância empregando técnicas de machine learning. A avaliação da crocância de salgadinhos
são medidas através de painéis sensoriais que medem o frescor baseados nos sons gravados e
com a combinação de recursos de aprendizagem de máquina treinaram modelos para reconhecer
o frescor em diferentes níveis de umidade, permitindo que os níveis críticos de umidade nos
quais as sensações de frescor relacionadas à crocância podem ser distinguidas por humanos
sejam também distinguidas por máquinas. Com o uso de máquina de vetor de suporte e
algoritmos de redes neurais artificiais, conseguiram estabelecer modelos de classificação muito
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bons com precisão variando entre 91% a 92%.

Dahal (2021), propõe a classificação de vinhos utilizando técnicas de machine learning.
A classificação foi feita empregando máquinas de vetores suporte, gradient booting e redes
neurais, a fim de prever a qualidade do vinho, e os resultados encontrados demonstram, como
identificar os componentes que controlam a qualidade do vinho, ajudando o fabricante realizar
o manejo antes da produção.

Koyama (KOYAMA et al., 2021), utilizaram máquina de vetor de suporte e de rede
neural artificial na classificação do frescor de espinafre baseando-se em imagens. Classificaram
com sucesso as amostras de espinafre com precisão geral de 70% em quatro classes, 77% em
três classes e 8% em duas classes, semelhante ao das avaliações de painel individuais.

A classificação supervisionada e identificação de dados, representados por imagens,
merece uma atenção especial, pois diversos fatores desconhecidos, porém relacionados às
características visuais podem ser identificados. Dentre as inúmeras técnicas, desde as mais
simples como a regressão linear até as mais sofisticadas como redes neurais artificiais podem
ser propostas para classificar imagens com diferentes tamanhos e de natureza distinta.

Segundo Ossani et al. (2020), machine learning é uma subárea da inteligência artificial,
que busca criar algoritmos capazes de aprender com os dados, de modo a reconhecer em novos
dados estruturas adjacentes aos dados utilizados no aprendizado. Estando intimamente ligada
à ciência da computação, a matemática e a estatística, e se relacionando diretamente com a
mineração de dados.

Há diversas técnicas de classificação supervisionadas, contidas em machine learning,
e cada técnica possui especificidades distintas, gerando resultados diferentes, que dependem
das estruturas inerentes às bases de dados analisadas (KOTSIANTIS et al., 2007). Assim,
uma classificação prévia dos dados é necessária na escolha do melhor modelo para os dados
(OSSANI et al., 2020).

A classificação e identificação de cervejas pode assumir papel importante na escolha
pelo consumidor de um produto de qualidade superior, atendendo suas exigências econômicas
e de paladar, possibilitando o direcionamento do marketing ao segmento específico. Deste
modo a escolha de um bom classificador, que modela as diferentes marcas e tipos de cervejas,
torna-se uma ótima ferramenta de qualidade do produto, garantindo melhores resultados na
satisfação dos consumidores.

O presente estudo se baseia na avaliação de técnicas de machine learning na clas-
sificação e identificação de três marcas de cervejas, utilizando-se de imagens do líquido do
produto.
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1.1 Objetivos da pesquisa
Esta pesquisa pretende responder à seguinte pergunta: de que modo os modelos de

machine learning podem ser utilizados na identificação de cervejas com base apenas nas
imagens dos produtos? Para responder à esta pergunta, têm-se o objetivo geral da pesquisa:

• Construir modelos de classificação supervisionada e identificação de diferentes marcas e
tipos de cervejas, por meio de imagens digitalizadas.

Para atingir o objetivo geral, foram definidos os seguintes objetivos específicos:

• Capturar, utilizando smartphone, imagens digitais de tipos de cervejas comercializadas
em supermercados, bares e restaurantes;

• Transformar as imagens capturadas em matrizes de dados numéricos;

• Utilizar diferentes métodos de classificação;

• Avaliar os resultados dos modelos de classificação para encontrar os melhores classifica-
dores em relação ao poder preditivo.
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Capítulo 2

Materiais e Métodos

2.1 Descrição dos dados
Em função dos objetivos propostos, consideram-se os dados referentes a um experimento

composto por três marcas de cervejas puro malte: Bamboa® tipo pilsen, Bhoemia® tipo larger
e Skol® tipo larger, que foram escolhidas pela disponibilidade no comércio de mercados na
cidade de Maringá/PR.

Foram adquiridas cervejas, em latas de 350 mL, em comércio local. Para essa amostragem
as imagens da taça com cerca de 200 mL de cerveja foram capturadas em formato JPEG com
dimensões inciais de 3024x4032 pixels com 24 bits de intensidade por meio de um smartphone
(Sansung Galaxy Note 10 plus) como mostra a Figura 1.

(a) (b) (c)
Figura 1 – (a) Imagem da cerveja pilsen puro malte marca Bamboa®, (b) Imagem da cerveja

larger puro malte marca Bohemia® e (c) Imagem da cerveja larger puro malte marca
Skol®.
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As imagens foram capturadas ao longo do dia com intervalo de cinco minutos com variação
de ângulo e distância a cada fotografia. A duração do experimento foi de três dias em um
mesmo local com iluminação natural por volta das 14 horas, com temperatura ambiente
variando entre 30oC e 32oC, e cada marca de cerveja estando no início do experimento a 10oC.
O processo de fotografar prosseguiu até que os materiais analisados atingissem a temperatura
ambiente. Ressalta-se que algumas imagens foram descartadas no processo de fotografar devido
a fatores adversos, tais como mau posicionamento do objeto e falta de resolução das imagens.
Obteve-se no experimento 366 fotos digitais, sendo 97 imagens da marca Bhoemia® e 145
imagens da marca Bamboa® e 124 da marca Skol®.

A visão humana tem dificuldades na identificação de qual marca pertence o líquido de cada
cerveja devido a semelhança na coloração, como pode ser percebido na Figura 1. Assim, para
tornar o processo mais efetivo e parcimonioso, após a captura das imagens contendo a taça
com o líquido no ambiente externo, foi realizado o recorte para delimitar uma região retangular
interna focada no centro da imagem com o intuito de permanecer somente com a imagem do
líquido como visto na Figura 2.

Figura 2 – Imagem de cerveja idealizando recorte.

Os recortes foram feitos usando fórmula matemática fixando o centro de cada figura e
uma função para leitura das imagens digitais do pacote jpeg version 0.1-8.1 (URBANEK,
2019), aplicando código computacional utilizando a linguagem de programação R (TEAM R
DEVELOPMENT, 2021), com o centro da figura fixado de cada foto do liquido da cerveja,
foi feito uma variação dos tamanhos dos recortes, iniciando com 5x5 pixels, numa razão de
cinco, até atingir 200x200 pixels, conforme exemplo mostrado na Figura 3, gerando um total
de 40 recortes para cada imagem.

2.2 Processamento das imagens
As imagens originais e recortadas foram lidas através da função readJPEG do pacote jpeg

version 0.1-8.1 (URBANEK, 2019) da linguagem de programação R (TEAM R DEVELOP-
MENT, 2021), sendo obtido o raster com três canais (matrizes), que forma a matriz de pixels
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(a) (b) (c)
Figura 3 – (a) Recorte 5x5 pixels, (b) recorte 10x10 pixels e (c) recorte 15x15 pixels.

no sistema RGB das imagens, sendo que cada canal corresponde a intensidade luminosa de
pixels nos tons de vermelho (R), tons de verde (G) e tons de azul (B), nessa ordem. Neste
trabalho os canais serão referenciados como 1, 2 e 3, respectivamente.

Fizemos uso dos dados da matriz do canal 3; chamada aqui de matriz 𝐴; já que cada canal
corresponde as características de mesma imagem e a matriz 𝐴 devolveu resultados melhores
em relação as matrizes provenientes dos canais 1 e 2. Sobre essa base de dados foi aplicado a
função svd, interna da linguagem de programação R (TEAM R DEVELOPMENT, 2021) com
intuito de redução de dimensionalidade, que realizou a decomposição em valores singulares
do inglês singular value decomposition - SVD (ver Apêndice A), retornando uma lista com
componentes que compõem as matrizes Λ de autovalores e as matrizes 𝑃 e 𝑄 de autovetores.
Em geral o SVD da matriz 𝐴 pode ser escrita como

𝐴 = 𝑃Λ𝑄𝑇 = Σ𝑟
𝑖=1𝑝𝑖𝜆𝑖𝑞

𝑇
𝑖 (1)

em que, 𝑃 = [𝑝1, 𝑝2, ..., 𝑝𝑟] e 𝑄 = [𝑞1, 𝑞2, ..., 𝑞𝑟] são as matrizes coluna-ortonormal (Au-
tovetores) e Λ = 𝑑𝑖𝑎𝑔(𝜎1, 𝜎2, ..., 𝜎𝑟) é uma matriz diagonal contendo os valores singulares
(Autovalores) de 𝐴 cujo valores estão dispostos em ordem decrescente.

Inicialmente fez-se uma análise nas figuras completas com a dimensão de 3024x4032 pi-
xels, utilizandou-se das 100 primeiras observações dos autovalores em Λ, bem como das 100
primeiras observações da primeira componente das matrizes de autovetores 𝑃 e 𝑄, gerando-se
três bases de dados com dimensões 366×101, constituídas respectivamente dos autovalores,
do primeiro autovetor das matrizes 𝑃 e 𝑄, sendo que a 101𝑎 coluna representa as classes
compostas pelas marcas das cervejas analisadas, entretanto conjecturou-se a possibilidade de
trabalhar somente com a imagem da cor do líquido, sendo assim foi feito recorte de cada
imagem derivada de cada tipo de cerveja.

Nas figuras recortadas aplicou-se o mesmo procedimento citado no parágrafo anterior de
quando as imagens eram completas, e fizemos o uso da decomposição em valores singulares
na matriz 𝐴 das 366 imagens recortadas com dimensões 𝐿x𝐿 pixels, com 𝐿 variando conforme
a graduação de pixels dos recortes das imagens de cerveja, ou seja, 𝐿 ∈ {5, 10, ..., 200}. De
modo análogo gerou-se 40 tabelas referente as matrizes Λ, 𝑃 e 𝑄, resultando em 120 bases
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de dados com a variação das dimensões conforme o tamanho dos recortes de imagens, e
usufruindo do resultado do Teorema de Decomposição Singular fixamos somente na matriz Λ.

Em todas as bases de dados a última coluna representa as classes compostas pelas marcas
das cervejas analisadas destacadas como classe 1 (Bamboa®), classe 2 (Bhoemia®) e classe 3
(Skol®).

A estruturação da base de dados, para as figuras recortadas, é representado por uma tabela
justaposta considerando os valores dos autovalores e autovetores obtidos no experimento e são
apresentados no layout na Tabela 1.

Tabela 1 – Layout da tabela com resultados dos autovalores e autovetores.

Instâncias Elementos dos autovalores ou autovetores Classes
𝑉1 𝑉2 𝑉3 · · · 𝑉𝑘 · · · 𝑉200

1
2 𝑥𝑖𝑗𝑘
...

366
𝑥𝑖𝑗𝑘= valor da i-ésima instância (observação) na j-ésima classe do
k-ésimo elemento do autovetor ou autovalor referente a i-ésima figura.

E para ter uma visão geral do comportamento dos dados fizemos uma análise exploratória
através da estratégia apresentadas a seguir.

2.3 Projection pursuit
É uma técnica para análise exploratória de dados multivariados, que procura projeções li-

neares de baixa dimensão em dados de alta dimensão. Tais projeções são alcançadas por meio
da otimização de uma função objetivo, chamada de índice de projeção (FRIEDMAN; TUKEY,
1974). Neste trabalho iremos utilizar esta técnica para verificar agrupamentos nos dados ana-
lisados, que indique a possibilidade de separação entre as classes das cervejas analisadas no
processo de classificação supervisionada.

Assim, em função do número de variáveis (Tabela 1), aplicou-se o índice PDA, com o pro-
pósito de pesquisar a formação de agrupamentos a serem detectados. O índice PDA baseia-se
na penalização no índice LDA, sendo aplicado em situações com muitos preditores altamente
correlacionados quando a classificação é necessária (LEE; COOK, 2010), a equação (2) repre-
senta sua expressão

𝑃𝐼𝑝𝑑𝑎(𝐴) = 1 − |𝐴𝑇 {(1 − 𝜆)𝐻 + 𝑛𝜆𝐼𝑝𝐴}|
|𝐴𝑇 {(1 − 𝜆)(𝐻 + 𝐵) + 𝑛𝜆𝐼𝑝𝐴}|

, (2)
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em que 𝐴 é a matriz de projeção, 𝐵 a matriz de distâncias entre classe, 𝐻 a matriz de
dispersão intraclasses. Sendo 𝐼𝑝 a matriz identidade de ordem p e 𝜆 ∈ [0, 1) a ser estimado,
com 𝜆 = 0 tem-se que o índice PDA é o mesmo LDA (LEE; COOK, 2010).

O LDA é obtido por meio da análise discriminante linear, com o objetivo de buscar projeções
lineares com a maior separação entre classes e a menor dispersão intraclasse (ESPEZUA et
al., 2015).

2.4 Métodos de classificação supervisionada
Nesta seção descreveremos alguns dos métodos de classificação supervisionada utilizados

neste trabalho como: 𝑘NN modelo baseado em instância com vantagens na sua simplicidade
de implementação e desempenho bastante eficaz; técnicas de árvore de decisão já que têm
sido amplamente utilizadas para construir modelos de classificação que se se assemelham ao
raciocínio humano e são fáceis de entender e por último também pela simplicidade foi o Naïve
Bayes que se baseia no Teorema de Bayes impulsionado por um meta-algoritmo Ada-Boost.
Diferentes classificadores têm vantagens e desvantagens sobre diferentes parâmetros, tais como
treinamento e tamanho dos dados. Usando esses classificadores temos a intenção de mostrar
como a base de dados pode ser interpretada.

Aprendizagem supervisionada é o papel de inferir uma função a partir de dados de trei-
namento. Analisando também os dados de teste e criando uma tarefa derivada que pode ser
usada para novos exemplos para mapear (SHARMA; KUMAR, 2017; PAHWA; AGARWAL,
2019). Cada objeto de entrada de dados, entretanto, tem um rótulo de classe pré-atribuído.
A principal função dos algoritmos supervisionados é aprender um modelo que cria a mesma
rotulagem para os dados de treino e popularizam para uso nos dados de teste. Isto é o objetivo
principal dos algoritmos de classificação (PéREZ-ORTIZ et al., 2016).

2.4.1 Método 𝑘NN
O algoritmo 𝑘 vizinhos mais próximos (𝑘NN - do inglês 𝑘-Nearest Neighbor), pertence

a família de algoritmos Instance-based Learning (IBL), um método de machine learning, ba-
seado em instâncias, usado principalmente para classificação supervisionada. O método 𝑘NN
obtém os 𝑘 vizinhos entre os dados com base na distância dessa quantidade 𝑘 de vizinhos
estabelecendo uma métrica dessa distância da instância de treinamento (OLIVERA et al.,
2017). A Figura 4 exibe a ideia por trás do algoritmo 𝑘NN, sob os dados Iris foram usadas as
funções knn do pacote class e expand.grid, geom-point e geom-contour dos pacotes ggplot2,
tidyverse e MASS do software R, com uso da distância Euclidiana, equação (3), para um
vizinho (𝑘 = 1). Muitas medidas de distâncias podem ser utilizadas no algoritmo, tais como a
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distância Euclidiana, Manhattan, Minkowski, Hamming, entre outras (KUMAR; PRAVEENA,
2021).

Figura 4 – Gráfico referente ao 𝑘-vizinho mais próximo gerado pela linguagem de programação
R, sob o banco de dados Iris com a variável Petal.

Segundo Ossani et al. (2020), o algoritmo 𝑘NN tem suas instâncias representadas como
pontos no espaço n-dimensional, definidos pelos r atributos que os descrevem, sendo as instân-
cias de treinamento armazenadas na memória, assumindo que todas as instâncias correspondem
a pontos no espaço n-dimensional R𝑛 .

Neste trabalho os vizinhos mais próximos de uma instância foram definidos em termos da
distância Euclidiana, em que, dadas duas instâncias 𝑥i e 𝑥j, com 𝑖 ̸= 𝑗, tem-se que

𝑑(𝑥i, 𝑥j) = [(𝑥i − 𝑥j)𝑇 (𝑥i − 𝑥j)]
1
2 =

⎯⎸⎸⎷ 𝑚∑︁
𝑟=1

(𝑥ir − 𝑥jr)2 (3)

sendo 𝑟 o 𝑟-ésimo atributo da instância 𝑥, com 𝑘 vizinhos mais próximos.

A regra de decisão deste algoritmo esta sujeita a maior frequência das classes dos 𝑘 vizinhos
mais próximos da instância a ser classificada, neste trabalho foi tomado 𝑘 = 1, ou seja, um
vizinho mais próximo da instância de treinamento.
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2.4.2 Método árvore de decisão
Uma árvore de decisão é um esquema lembrando um fluxograma que organiza os dados

através de um conjunto de regras arbitrárias. Segundo Fraiwan et al. (2021), a árvore de
decisão, é um dos algoritmos mais populares aplicados à classificação supervisionada e sua
abordagem de modelagem preditiva é mais elementar. Para James (2021) esse método envolve
estratificar ou segmentar o espaço preditor em várias regiões simples que pode ser resumido
em uma árvore contendo os chamados nós (nodes) e ramos que são as partições. Assim como
um fluxograma, a árvore de decisão divide os dados em nós que se relacionam entre si por
uma hierarquia em cada partição (ramos). O nó-raiz é o atributo mais importante decidido a
partir de métricas que dependem do tipo de algoritmo. Segundo Mathuria (2013) e Shorabeh
(2022) as métricas mais usadas são: medição de impureza (Índice Gini), ganho de informação,
entre outros afim de estratificar o conjunto de dados usando cálculo da entropia e a redução
de variância, até chegar nos nós-folha que representam as decisões finais.

Portanto, o objetivo geral de algoritmo baseado em árvore de decisão é construir um modelo
para prever a variável destino, aprendendo regras de decisão simples derivadas de dados de
treinamento (CHAUHAN, 2020). Uma árvore de decisão é chamada de Árvore de Classificação
se a variável resposta for categórica, ou Árvore de Regressão, se numérica (TACONELI, 2008),
a Figura 5 exibe a construção de um exemplo de árvore de decisão de Regressão sobre os dados
Iris usando a função ctree do pacote party da linguagem de programação R, mostrando as
probabilidades da espécie da flor de acordo com o comprimento da pétala.

Figura 5 – Gráfico referente a árvore de decisão clássica gerado pela linguagem de programação
de R sobre o banco de dados Iris com a variável Petal.

A maioria das árvores de decisão é composta por dois procedimentos principais: a cons-
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trução (indução) e os procedimentos de classificação (inferência) (KOTSIANTIS, 2013). O
trabalho de Sharma (2016) discorre da aplicação de vários algoritmos baseados em árvores de
decisão como técnicas de mineração de dados, tais como: dicotomias interativas 3 (ID3), o
sucessor de ID3 conhecido por C4.5 que são técnicas de Árvore de Classificação e uma técnica
de Regressão é o (CART) do inglês Classification And Regression Tree; esses algoritmos são
algoritmos do tipo TDIDT (Top-Down Induction of Decision Tree) que de acordo com Bramer
(2007) esse processo é conhecido como particionamento recursivo. Os critérios de seleção para
a melhor divisão são baseados em diferentes medidas, tais como impureza, distância e depen-
dência. Quando árvores de decisão são construídas com os ramos ou sub-árvores refletindo
muitos erros conhecido como sobreajuste não permitindo ao modelo generalizar é necessário
fazer uso dos métodos de poda (pruning) da árvore, cujo objetivo é melhorar a taxa de acerto
do modelo para novos exemplos, os quais não foram utilizados no conjunto de treinamento
(HAN; PEI; KAMBER, 2011).

O presente trabalho baseou-se no princípio de Modelo de Árvore e a técnica de Regressão
Logística que integram o método de Árvore de Decisão para construir o modelo LMT (Logistic
Model Trees) fugindo a regra do TDIDT, que essencialmente é um classificador híbrido que
combina o modelo de regressão logística e a árvore de decisão C4.5 (LANDWEHR; HALL;
FRANK, 2005). O LMT usa a regressão logística para ajustar linearmente ao modelo resultando
num modelo estável com baixa variância, partição desse modelo se dá pelo ganho de informação
enquanto o algoritmo LogitBoost (FRIEDMAN; HASTIE; TIBSHIRANI, 2000) ajusta a função
de regressão logística fazendo uso de um modelo aditivo de mínimos quadrados que ajusta
aos dados de cada classe e a validação cruzada é realizada para evitar sobreajuste dos dados
(IAN; EIBE, 2005). Para reduzir o tamanho e generalizar o modelo faz-se a poda através do
método de Classificação e Regressão (CART) (AMIRRUDDIN et al., 2022).

Segundo Chen (2021) o LMT possui melhor capacidade de generalização em relação aos
modelos de árvores de decisão tradicionais, pois fornece a probabilidade de classificação cor-
respondente que pode ser representada através de uma função de regressão logística para uma
determinada classe c

𝐹𝑐(x) = 𝛼0 +
𝑇∑︁

𝑖=1
𝛼𝑖𝑥𝑖 (4)

onde 𝑇 é o número de característica, 𝛼0 é o intercepto e 𝛼𝑖 é o coeficiente do componente
𝑖 do vetor de observações 𝑥. A regressão logística linear modela as probabilidades posteriores
𝑝(𝑐|𝑥) para a 𝑐 classes via funções lineares em 𝑥 dento do intervalo [0, 1], considerando o
seguinte modelo (LANDWEHR; HALL; FRANK, 2005):
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𝑃 (c|𝑥) = 𝑒𝐹𝑐(x)

𝑒𝐹1(x) + 𝑒𝐹2(x) + ... + 𝑒𝐹𝑐(x) (5)

em que c representa o número total de classes.

2.4.3 Método de Adaboost - Naive Bayes

Os algoritmos têm pontos fortes e fracos e a melhora do desempenho de cada algoritmos de
machine learning se baseia na chamada superioridade seletiva (BRODLEY; UTGOFF, 1995),
e a ideia de combinar vários classificadores se pautando em seus pontos fortes dá origem ao
meta-algoritmo combinando características de outros algoritmos a fim de otimizar a capaci-
dade e desempenho através da recomendação da melhor alternativa para um conjunto de dados
específico (PEREIRA; SANTOS; CARVALHO, 2021). Um dos Meta-algoritmos mais populares
no aprendizado supervisionado é o Adaboost derivado do nome Adaptive Boosting (SCHA-
PIRE; FREUND et al., 1995), cujo objetivo é agrupar decisões de classificador considerado
fraco que aprende através de iterações e o resultado final é a soma ponderada dos resultados
do classificador impulsionado (LAKSHMI; PRABAKARAN, 2015) que pode ser resumida na
equação

𝐹 (𝑥) =
𝑇∑︁

𝑡=1
𝛼𝑡ℎ𝑡(𝑥) (6)

em que ℎ𝑡 representa o 𝑡-ésimo classificador fraco e 𝛼𝑡 é o peso correspondente (SCHAPIRE,
2013).

Neste trabalho fizemos o impulsionamento do classificador Naive Bayes, que se baseia no
Teorema de Bayes. Os algoritmos Naive Bayes consideram que não existe qualquer dependência
entre os atributos utilizados para se construir o modelo, avaliando quanto o atributo contribui
para classificar a instância como boa ou ruim, construindo uma tabela de probabilidade. Os
valores de precisão do estimador numérico são escolhidos com base na análise dos dados de
treinamento (MCCALLUM; NIGAM et al., 1998). Segundo Ossani et al. (2021) o classificador
Naive Bayes calcula uma probabilidade posterior da classe dada ao priori 𝑃 seguindo a Regra
de Bayes exibido na equação abaixo

𝑃 (C𝑖|𝑥) = 𝑃 (𝑥|C𝑖)𝑃 (C𝑖)
𝑃 (𝑥) = 𝑃 (𝑥|C𝑖)𝑃 (C𝑖)∑︀𝐾

𝑘=1 𝑃 (𝑥|C𝑘)𝑃 (C𝑘)
(7)

sendo C𝑗 a j-ésima classe e 𝑥 a instância. O classificador de Bayes escolhe a classe com a mais
alta probabilidade, ou seja, escolhe C𝑗, se 𝑃 (𝐶𝑗|𝑥) =max𝑘𝑃 (𝐶𝑘|𝑥). Desse modo, o valor da
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classe que tiver o maior índice é escolhido (ALPAYDIN, 2010). Neste trabalho não está sendo
utilizada a discretização supervisionada para converter atributos numéricos em nominais.

O classificador Naive Bayes é uma técnica modesta que usa o teorema de Bayes com
suposições independentes robustas entre as classes. O princípio desse classificador é baseado
na teoria de que cada característica particular é independente de outras características.

Como as variáveis preditoras aqui são todas contínuas, o classificador Naive Bayes se
baseia nas distribuições de probabilidades e um exemplo do comportamento desse classificador
é novamente visto sob os dados Iris cujo se observa as distribuições gaussianas (curvas normais)
para variável preditora, que neste exemplo é o comprimento da pétala (petal length) como
visto na Figura 6.

Figura 6 – Gráfico referente as distribuições gaussianas geradas pela linguagem de programa-
ção R, sob o banco de dados Iris com a variável Petal length.

O AdaBoost detecta subconjunto de atributos que são comparativamente mais importante
inserindo pesos iguais a todas as instâncias de treinamento e os classificados erroneamente por
ele ganham pesos maiores sendo excluídas dos dados de treinamento e preparando os dados
para aplicar o classificador Naive Bayes (AHAMMED; HARANGI; HAJDU, 2021).
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2.5 Parâmetros de avaliação do modelo
Os parâmetros usados para comparar o desempenho e validações dos classificadores foram

os seguintes: acurácia, precisão, especificidade, sensibilidade, F-score e índice Kappa.

O desempenho dos modelos de classificação preditiva é baseado na quantidade de classifica-
ção correta e quantidade de classificação incorreta das instâncias classificadas organizadas em
uma tabela chamada de matriz de confusão. Uma matriz de confusão representa as métricas
de desempenho dos classificadores que destacam o número e os tipos de erros cometidos du-
rante a classificação dos dados e estão relacionados à seguintes condições: Instâncias positivas
classificadas como positivas (TP), instâncias positivas classificadas como negativas (FN), ins-
tâncias negativas classificadas como negativas (TN) e instâncias negativas classificadas como
positivas (FP).

Tabela 2 – Modelo da matriz de confusão.
Previsão

Positivo Negativo
Classe Positivo TP FN

(Erro tipo II)
atual Negativo FP

(Erro tipo I) TN

A acurácia é a métrica de desempenho mais instintiva que representa a proporção da
observação corretamente prevista para o total de observações, isto é

𝐴𝑐𝑢𝑟á𝑐𝑖𝑎 = 𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
(8)

Sensibilidade, conhecida como Recall, quantifica a capacidade de identificar corretamente
as instâncias, é a proporção de verdadeiros positivos que estão corretamente identificados pelo
modelo de classificação, logo a sensibilidade é calculada através da razão entre verdadeiro
positivo e a soma da verdadeiro positivo e o falso negativo, ou seja

𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒 = 𝑇𝑃

𝑇𝑃 + 𝐹𝑁
(9)

Além disso, a precisão pode ser calculada para determinar a propriedade de exatidão e a
integridade do classificador dado pela razão entre o verdadeiro positivo e a soma do verdadeiro
positivo e o falso positivo:
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𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 = 𝑇𝑃

𝑇𝑃 + 𝐹𝑃
(10)

Outra métrica utilizada neste trabalho foi o índice 𝐾𝑎𝑝𝑝𝑎, proposto por Jacob Cohen
em 1960, trata-se de um a medida estatística para avaliar o nível de concordância entre dois
conjuntos de dados o observado e o esperado. As taxas são classes simétricas, o valor mínimo é
−1 (previsão perfeitamente errada) e o valor máximo é +1 (classificação perfeita), além disso,
se 𝐾𝑎𝑝𝑝𝑎 ≈ 0, a previsão feita foi semelhante à adivinhação aleatória (CHICCO; WARRENS;
JURMAN, 2021). Segundo Cohen (1960) o índice Kappa mede o grau de concordância em
escalas nominais assumindo que as unidades são independentes e as classes também são
independentes e mutuamente exclusivas com o classificador operando de forma independente
dada pela equação que envolve acurácia e acurácia esperada (𝐴𝑐𝑢𝑟á𝑐𝑖𝑎𝑒).

𝐾𝑎𝑝𝑝𝑎 = 𝐴𝑐𝑢𝑟á𝑐𝑖𝑎 − 𝐴𝑐𝑢𝑟á𝑐𝑖𝑎𝑒

1 − 𝐴𝑐𝑢𝑟á𝑐𝑖𝑎𝑒

, (11)

em que 𝐴𝑐𝑢𝑟á𝑐𝑖𝑎𝑒 é dada por

𝐴𝑐𝑢𝑟á𝑐𝑖𝑎𝑒 = 𝑇𝑃 + 𝐹𝑃

𝑁
× 𝑇𝑃 + 𝐹𝑁

𝑁
+ 𝑇𝑁 + 𝐹𝑃

𝑁
× 𝑇𝑁 + 𝐹𝑁

𝑁
(12)

sendo 𝑁 é o total de elementos amostral.

Para o coeficiente F-score, também conhecido como F1, leva em consideração a precisão e
o recall, métricas complementares que indicam, respectivamente, a precisão do modelo e sua
capacidade de representar a classe predita. O F-score é a média harmônica da precisão e do
recall, onde o F-score atinge seu valor máximo em 1 (perfeita precisão) e o mínimo em 0.

𝐹 -𝑠𝑐𝑜𝑟𝑒 = 2 × 𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 + 𝑅𝑒𝑐𝑎𝑙𝑙
. (13)

O F-score é uma média ponderada do Recall (sensibilidade) e precisão. Deste modo a
pontuação do F-score pode ser uma boa escolha quando se procura equilíbrio entre Precisão
e Sensibilidade.

2.6 Procedimento para validação dos modelos propostos
Validar um modelo de classificação é uma etapa fundamental em machine learning, assim

técnicas de reamostragem que são ferramentas utilizadas. Essas técnicas envolvem a extração
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repetida no conjunto de dados, extraindo subconjuntos que serão utilizados no treinamento
do modelo, deste modo obtendo informações que definem cada classe e ajustando o modelo
às classes. Essas técnicas são conhecidos por validação cruzada (JAMES et al., 2013).

Os métodos consistem na divisão dos dados para validar os classificadores envolvendo o
particionamento dos dados em dois subconjuntos, um para treinamento explícito usado para
preparar o modelo e um outro subconjunto para teste, usado para avaliar o desempenho dos
modelos dos classificadores (BROWNLEE, 2016).

Com o propósito de validar os modelos propostos, e considerando o conjunto de dados
juntamente com as classes de cervejas como visto na Tabela 1, foi adotado o procedimento
do método de validação cruzada K-fold, em que o conjunto dos dados originais foi subdividido
em K subconjuntos; em seguida, os K − 1 subconjuntos foram utilizados para treinamento
e o subconjunto restante como teste. Esse procedimento foi repetido K vezes, tendo cada
instância sido utilizada o mesmo número de vezes para treinamento e teste. Com a finalidade
de validar os modelos propostos neste trabalho, considerando as marcas e tipos de cerveja, foi
adotado o procedimento de validação K-fold utilizando K = 10.
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Capítulo 3

Resultados

Nesta seção iniciamos as análises com a projection pursuit, que possibilita a visualização
dos dados que estão em alta dimensão em duas dimensões, facilitando na compreensão de
como as classes estão se comportando e motivando a verificação de separação entre estas.
Em seguida será aplicado algumas técnicas de machine learning, e será analisado a acurácia,
precisão, especificidade, sensibilidade, F-score e índice Kappa dos classificadores.

Os resultados apresentados aqui são da base de dados da matriz de autovalores do canal
3, juntamente com o uso da função svd possibilitou a redução da dimensionalidade dos dados.

A manutenção de valores singulares no conjunto, permite maior explicação devido a maior
proporção de variância e consequentemente do desvio padrão, que são os elementos da matriz
de autovalores (COMPTON; ERNSTBERGER, 2020).

A base de dados da matriz de autovetores do canal 3, apresentaram resultados inferiores
de acertos na classificação, em relação a matriz de autovalores, e segundo Sadeck (2012)
se justifica devido os autovalores captarem as informações relacionadas as variabilidades das
composições do matiz de cores das cervejas analisadas, e neste problema o Teorema de De-
composição Singular especifica a luminância da camada da imagem através da matriz diagonal
que contém os autovalores e os autovetores especificam a topologia da imagem.

3.0.1 Projection pursuit

Foi aplicada a projection pursuit, na base de dados das figuras recortadas variando suas
dimensões com o intuito de verificar a existência da separação entre as classes analisadas, em
dimensões mais baixas.

Utilizou-se a projection pursuit com o algoritmo de otimização grant tour simulated anne-
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aling, por meio do pacote MVar (OSSANI; CIRILLO, 2021) da linguagem de programação R
(TEAM R DEVELOPMENT, 2021). A Figura 7 exibe os resultados das projeções com os índi-
ces LDA e PDA sobre o recorte de 200x200 pixels. As projeções dos demais recortes seguiram
o mesmo padrão sugerindo uma boa separação entre as classes das cervejas analisadas.

(a) (b)
Figura 7 – (a) Gráfico da projection pursuit com o índice LDA, (b) Gráfico da projection

pursuit com o índice PDA.

Na Figura 7 é possível observar que a classe 3 se distância das outras, e com a aplicação
da técnica de PDA fica mais evidente essa a separação da classe 3 em relação as demais.

Os resultados da projection pursuit sugerem haver um classificador capaz de separar as
classes, com boa acurácia.

3.0.2 Classificadores
Utilizamos o software Waikato Environment for Knowledge Analysis (WEKA) (HALL et

al., 2009), para escolha dos melhores algorítimos de classificação supervisionada, pois segundo
Frank e Hall (2009) este software foi projetado para que seja possível a experimentação rápida
de métodos existentes, pois possui uma interface amigável, além de resultados confiáveis.

Embora tenhamos testamos diversos outros algoritmos, apresentamos nas tabelas seguintes
somente os resultados dos algoritmos kNN e LTM, por apresentarem os melhores resultados
na classificação dos tipos de cerveja e o Adaboost - Naive Bayes (Ada-NB) por apresentar
resultados antagônicos aos classificadores citados.

A classificação através do algoritmo kNN segue a intuição de objetos relacionados ao
mesmo conceito são semelhantes entre si, neste caso observa os pixels correspondente as
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imagens das cervejas com intensidades semelhantes se agruparam nas proximidades de acordo
com seu matiz, como pode ser visto na Figura 7. Desta forma a utilização do banco de dados
para classificar as instâncias desse conjunto perpassou as fases de treinamento e teste. O treino
foi experimentado usando a validação cruzada K-fold com K = 10 e ajustando o parâmetro
do número de vizinhos que foi simplesmente escolhido a priori como 𝑘 = 1 e também o uso
da distância Euclidiana, equação (3), obtendo resultados consideráveis. O algoritmo conseguiu
classificar o menor recorte das imagens com 5x5 pixels obtendo um acerto de 73, 5% e acerto
de 87, 9% no maior recorte de 200x200 pixels, exibidos nas Tabelas 3 e 4.

Também é visto que a menor classificação é referente ao recorte 15x15 pixels com 70, 8%
exibido na Tabela 3 e a maior taxa foi obtido no recorte de 140x140 pixels com taxa igual a
91, 2% visto na Tabela 4. Em relação a variação das dimensões dos recortes observamos uma
oscilação nas taxas de acerto conforme varia o tamanho do recorte, entretanto a amplitude
entre a maior taxa e a menor taxa é pouco mais de 20%. Com os resultados exibidos nas
Tabelas 3 e 4 o algoritmo se mostrou eficiente conseguindo classificar os recortes das imagens
das cervejas analisadas, contudo a menor e maior taxa de acerto não correspondem ao menor
e maior dimensão dos recortes, respectivamente.

O algoritmo baseado em árvore trouxe resultados melhores que o kNN, esse algoritmo
combinou o método de árvore de decisão com regressão logística nas folhas. A árvore de
decisão simples e a regressão logística são os casos de destaque no modelo LMT, para buscar
o equilíbrio entre a alta variância com baixo vício e a baixa variância com alto vício, este
modelo fez-se a poda até a origem, seu parâmetro foi a técnica de seleção do atributo mais
relevante do conjunto de dados e a partição dos dados se deram através do modelo de regressão
logística configurado em iterações LogitBoost e por fim sendo possível obter a estimativa
das probabilidades das classes (LANDWEHR; HALL; FRANK, 2005). O LMT obteve a pior
taxa de classificação no menor recorte analisado 5x5 pixels com 81, 7%, e a maior taxa de
acerto foi de 93, 9% nos recortes com dimensões de 120x120, 145x145, 150x150 e 155x155
pixels evidenciando oscilação entre as taxas de acerto e as dimensões dos recortes, todavia a
amplitude da taxa de acerto deste classificador está próxima de 12%. Outro fato interessante
é que a partir da dimensão de 40x40 pixels a taxa de acerto se manteve acima dos 90% e com
esses resultados o LMT demonstra ser o melhor classificador, com os resultados descritos nas
Tabelas 3 e 4.

Outro algoritmo utilizado foi a combinação do impulsionador AdaBoost e o classificador
probabilístico Naive Bayes. O classificador AdaBoost foi apresentado por Yoav Freund e Robert
Schapire em 2003 é uma forma abreviada de reforço adaptativo. É o primeiro algoritmo de
boosting introduzido por Freud e Schapire em 1996. É uma combinação de classificadores
fracos e, durante seu treinamento, seleciona as características que irão melhorar o poder
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Tabela 3 – Taxa de acerto dos classificadores,
utilizando o autovalor Λ dos recor-
tes de 5x5 a 100x100 pixels

Taxa de acerto
Recortes kNN Ada-NB LTM

5 0,7350 0,7732 0,8169
10 0,7514 0,7486 0,8169
15 0,7077 0,7596 0,8333
20 0,7568 0,7541 0,8689
25 0,7760 0,6311 0,8825
30 0,7842 0,6803 0,8552
35 0,7842 0,6639 0,8689
40 0,8142 0,6311 0,9016
45 0,8251 0,6448 0,9071
50 0,7978 0,6339 0,9044
55 0,8497 0,6448 0,9208
60 0,8415 0,6475 0,9044
65 0,8279 0,6421 0,9344
70 0,8497 0,6366 0,9262
75 0,8361 0,6148 0,9153
80 0,8689 0,6585 0,9180
85 0,8579 0,6393 0,9044
90 0,8525 0,6311 0,9071
95 0,8497 0,6284 0,9235
100 0,8825 0,5956 0,9044

Tabela 4 – Taxa de acerto dos classificadores,
utilizando o autovalor Λ dos recor-
tes 105x105 a 200x200 pixels.

Taxa de acerto
Recortes kNN Ada-NB LTM

105 0,8852 0,6066 0,9372
110 0,8825 0,6448 0,9044
115 0,8525 0,6011 0,9208
120 0,8552 0,6202 0,9399
125 0,8607 0,6557 0,9372
130 0,8689 0,6257 0,9262
135 0,8634 0,6175 0,9208
140 0,9126 0,6038 0,9317
145 0,8716 0,6175 0,9399
150 0,8716 0,6038 0,9399
155 0,8798 0,6148 0,9399
160 0,8661 0,6284 0,9262
165 0,8962 0,6148 0,9317
170 0,8607 0,6230 0,9235
175 0,8552 0,6284 0,9290
180 0,8552 0,5847 0,9208
185 0,8497 0,5792 0,9290
190 0,8852 0,4508 0,9317
195 0,8689 0,5355 0,9235
200 0,8798 0,5219 0,9126

preditivo do classificador (SUBASI et al., 2018).

Por ter vantagens na classificação em extensões multiclasse foi usado como reforço na
classificação Bayesiana cujo algoritmo não obteve boa classificação. Neste trabalho, o algoritmo
AdaBoost é usado para aumentar a precisão do classificador Naive Bayes considerado aprendiz
fraco. O algoritmo AdaBoost trabalha iterativamente no classificador Naive Bayes com pesos
normalizados e classifica a entrada dada em diferentes classes com alguns atributos (KORADA;
KUMA; DEEKSHITULU, 2012).

Entretanto neste trabalho o algoritmo AdaBoost - Naive Bayes, obteve resultados insa-
tisfatórios. Segundo Ossani et al. (2020), de maneira geral, os classificadores pautam-se das
características inerentes a cada classe e nas especificidades próprias do classificador em ques-
tão, de modo a obter as diferenciações no momento da classificação. Se a nuvem de pontos
das classes apresentarem homogeneidade, essas diferenciações tornam-se difíceis, pois os al-
goritmos são confundidos no momento da classificação, podendo ser uma das razões desse
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classificador não trazer resultados interessantes.

O uso somente do algoritmo Naive Bayes retornou resultados ruins, e ao aplicar a AdaBoost
os resultados foram corrigidos, no entanto essa combinação não obteve bons resultados. Outro
fato interessante é que as taxas de acertos pioraram com o aumento das dimensões dos recortes
das figuras, obtendo o melhor acerto na figura com a menor dimensão 5x5 pixels (77,3%) e
a taxa de acerto corresponde a maior dimensão do recorte de 200x200 pixels (52,2%), como
visto nas Tabelas 3 e 4.

Com uso do software Weka os dados que são divididos em dois grupos, como dados de
treino e dados de teste, depois de cada classificador treinado foi medido o poder do classificador
sobre os dados de teste. Essas medidas de poder dos classificadores são obtidas sobre a matriz
de confusão, baseados nos dados de teste de cada classificador mostramos todas essas métricas
de desempenho, como: acurácia, precisão, especificidade, sensibilidade, F-score e índice Kappa
exibidos na Figura 8.
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(a) Acurácia vs. Classificadores (b) Precisão vs. Classificadores

(c) Sensibilidade vs. Classificadores (d) F-score vs. Classificadores

(e) Índice Kappa vs. Classificadores
Figura 8 – Gráficos referentes as medidas dos classificadores kNN, LMT e AdaBoost-NB.

Com base nos resultados, podemos concluir que o classificador LMT é caracterizado pela
maior eficiência na detecção dos tipos de cervejas analisadas, todas as métricas para este
classificador são as mais altas.

A primeira métrica exibida na Figura 8-(a) é a acurácia que ilustra o melhor desempenho
do classificador LMT, que manteve-se entre 0,93 e 0,98. No entanto, a acurácia pode não ser
uma boa medida se houver alta variação no número de objetos nas classes ou conjuntos de
dados desequilibrados implicando em resultado superficial, então fez-se também a medida da



Capítulo 3. Resultados 29

precisão que indica quão bem um algoritmo é capaz de detectar na amostra a classe certa no
conjunto de teste (JAIN et al., 2021).

Medindo precisão, ou seja, a proporção de predições positivas (TP) em relação a soma dos
verdadeiros acertos (TP) e os falsos acertos (FP) é visto na Figura 8-(b), o algoritmo LTM
se mantém entre 0,82 e 0,94 e também observamos que recortes superiores a 50x50 pixels
a precisão fica acima de 0,9. Quanto a sensibilidade 8-(c), podê-se observar que o algoritmo
LTM, obteve os melhores resultados .

Para visualizarmos as métricas precisão e sensibilidade juntas, usamos o F-score, cujos
classificadores obtiveram melhor resultado no recorte 145x145 pixels com valor igual a 0,94
para o LMT, no recorte de 140x140 pixels com valor de 0,91 para o kNN e no recorte de 5x5
pixels com valor de 0,77 para o Adaboost-NB os resultados obtidos através da Sensibilidade e
Precisão, pois correspondendo aos melhores resultados dentro dos recortes destacados a cada
classificador como visto na Figura 8 - (d).

Na Figura 8 - (e) é visto as medidas do índice Kappa demonstrando uma qualidade de
classificação excelente para o classificador LMT e para o classificador 𝑘NN a qualidade foi muito
boa e para o classificador AdaBoost-NB foi de muito bom para ruim conforme o aumento da
dimensão do recorte.

Em geral a razão das métricas calculadas do LMT ficou na faixa de valores entre 0,8 e 0,98,
já o classificador 𝑘NN nos recortes iniciais - de 5x5 a 15x15 pixels - obteve medidas inferiores
até mesmo para o classificador AdaBoost-NB, essas medidas ficaram dentro do intervalo de
0,78 a 0,81 para acurácia; 0,71 a 0,75 para sensibilidade; 0,71 a 0,75 para precisão; 0,71 a
0,75 para o F-score; 0,78 e até mesmo com relação a concordância dado pelo índice Kappa
ficando entre 0,55 e 0,62, entretanto nos recortes de dimensões superiores a 15-15 pixels o
𝑘NN avança nos resultados das métricas atingindo a faixa de valores das métricas do LMT.

Os melhores resultados da classificação dos três tipos de cerveja analisadas foram obtidos
através do classificador LMT e o gráfico exibido na Figura 9 ilustra o desempenho desse
classificador ao longo da variação das dimensões dos recortes feitos nas imagens dessas cervejas
analisadas.
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Figura 9 – Gráfico sobre a taxa de acerto do classificador LMT.

A Figura 9 exibe o gráfico que compara a dimensão por pixel dos recortes das imagens
com a taxa de acerto do classificador do melhor classificador testado neste trabalho: o LTM. A
Figura 9 mostra que a partir do recorte da região retangular de 50x50 pixels há uma tendência
de estabilização na classificação com taxas de acerto acima de 95%, sendo possível identificar
a marca de cerveja com taxa de acerto superior a 83,0% a partir de recortes de 15x15 pixels.

A configuração do modelo proposto exigiu que as imagens das cervejas coletadas, viessem
de um dispositivo eletrônico, neste caso usamos um smartphone e ao aplicar algoritmos de
classificação supervisionada foi possível construir o modelo LMT sobre delimitação da imagem
do líquido.
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Capítulo 4

Considerações Finais

Em concordância com os objetivos e a metodologia proposta, conclui-se que, a técnica
machine learning é viável para ser aplicada na classificação supervisionada e identificação de
marcas de cervejas, baseando-se nos autovalores das imagens, justificando a continuidade da
pesquisa para busca de novos métodos na classificação de imagens. Segue-se as considerações:

a) As análises revelaram que o classificador LMT foi o melhor, obtendo os melhores resul-
tados, tendo uma acurácia de 93, 99%.

b) O classificador 𝑘NN obteve o segundo melhor resultado, tendo uma acurácia de 91, 26%,
também com ótimos resultados na precisão, especificidade, sensibilidade, F-score e índice
Kappa.

c) O classificador AdaBoost - Naive Bayes, teve um bom resultado apenas para figura com
recorte de 5x5 pixels. Observou-se ainda, que com aumento do número de pixels às
medidas de acurácia, precisão, sensibilidade, F-score e índice Kappa, tornaram-se piores.

Espera-se com esta pesquisa, poder contribuir com modelos preditivos de marcas de cer-
vejas, a partir de imagens, podendo ser utilizado na automatização no processo de escolha
tanto do consumidor como no controle de qualidade pelo fabricante.
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APÊNDICE A

Teorema (Decomposição em valores singulares) Toda matriz retangular 𝐴 de ordem 𝑛 × 𝑚

de posto 𝑟 pode ser decomposta em

𝐴 = 𝑃Λ𝑄𝑇 ,

em que 𝑃𝑛×𝑟 e 𝑄𝑚×𝑟 são ortonormais nas colunas, ou seja, 𝑃 𝑇 𝑃 = 𝑃𝑃 𝑇 = 𝐼𝑟 e 𝑄𝑇 𝑄 =
𝑄𝑄𝑇 = 𝐼𝑟 (matriz identidade) e Λ = 𝑑𝑖𝑎𝑔

(︁√
𝜆𝑖

)︁
, com 𝜆𝑖 > 0. Sendo 𝜆1, 𝜆2, . . . , 𝜆𝑟 os

autovalores não nulos das matrizes 𝐴𝑇 𝐴 ou 𝐴𝐴𝑇 , 𝑃𝑛×𝑟 e 𝑄𝑚×𝑟 matrizes de 𝑟 autovetores
ortogonais por coluna, respectivamente das matrizes 𝐴𝐴𝑇 ou 𝐴𝑇 𝐴.

Prova: Seja por suposição a matriz 𝐴 decomposta em

𝐴 = 𝑃Λ𝑄𝑇 ,

considerando 𝑃𝑛×𝑛 e 𝑄𝑚×𝑚 ortonormais, ou seja, 𝑃 𝑇 𝑃 = 𝑃𝑃 𝑇 = 𝐼 e 𝑄𝑇 𝑄 = 𝑄𝑄𝑇 = 𝐼.
Sendo a matriz diagonal Λ𝑛×𝑚 = 𝑑𝑖𝑎𝑔

(︁√
𝜆𝑖

)︁
, com 𝜆𝑖 = 0, 𝑖 = 1, 2, . . . , 𝑚. Por conveniência

e sem perda de generalidade assumisse que 𝑛 = 𝑚. Construindo matrizes ortogonais 𝑃 e 𝑄

com acréscimo de 𝑛 − 𝑟 e 𝑚 − 𝑟 vetores, respectivamente, às colunas de 𝑃 e 𝑄, ortonormais
aos primeiros 𝑟 deles. Assim uma nova representação para Λ é dada por:

Λ =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

√
𝜆1 0 · · · 0
0

√
𝜆2 · · · 0

... ... . . . ...
0 0 · · ·

√
𝜆𝑚

... ... . . . ...
0 0 0 0

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
.
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A matriz 𝐴𝑇 𝐴 possui os autovalores 𝜆1, 𝜆2, . . . , 𝜆𝑚. A matriz 𝐴𝑇 𝐴 é simétrica, pois(︁
𝐴𝑇 𝐴

)︁𝑇
= 𝐴𝑇 𝐴. Como por suposição 𝐴 = 𝑃Λ𝑚𝑄𝑇 então

𝐴𝑇 𝐴 = 𝑄Λ𝑚PT𝑃Λ𝑚𝑄𝑇 = 𝑄Λ2
𝑚𝑄𝑇 ,

como 𝑄 é ortogonal, segue que,

𝑄𝑇 𝐴
𝑇
𝐴𝑄 = 𝑄𝑇 𝑄Λ2

𝑚𝑄𝑇 𝑄

𝑄𝑇 𝐴
𝑇
𝐴𝑄 = Λ2

𝑚,

portanto,

QTATAQ =Λ2
𝑚 =

⎡⎢⎢⎢⎢⎢⎢⎣
𝜆1 0 · · · 0
0 𝜆2 · · · 0
... ... . . . ...
0 0 · · · 𝜆𝑚

⎤⎥⎥⎥⎥⎥⎥⎦ ,

em que 𝑄 é a matriz dos autovetores de 𝐴𝑇 𝐴 em suas colunas.

Assumindo uma situação restritiva, em que apenas 𝑟 dos 𝜆
′
𝑖𝑠 sejam não nulos, então a

matriz Λ𝑛×𝑚 será dada por:

Λ =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

√
𝜆1 0 · · · 0 · · · 0
0

√
𝜆2 · · · 0 · · · 0

... ... . . . ... . . . ...
0 0 · · ·

√
𝜆𝑟 · · · 0

... ... . . . ... . . . ...
0 0 0 0 · · · 0

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
=

⎡⎣ Λ𝑟 0
0 0

⎤⎦ .

Essencialmente, Λ𝑟 e Λ𝑚 são idênticas nas primeiras 𝑟 linhas e colunas. Ocorre que a
matriz Λm possui 𝑚 − 𝑟 linhas e 𝑚 − 𝑟 colunas de zeros a mais que a matriz Λ𝑟. Pode-se ver
que Λ𝑇 Λ = Λ2

𝑚, sendo;

Λ2
𝑚 =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎢⎣

𝜆1 0 · · · 0 · · · 0
0 𝜆2 · · · 0 · · · 0
... ... . . . ... . . . ...
0 0 · · · 𝜆𝑟 · · · 0
... ... . . . ... . . . ...
0 0 0 0 · · · 0

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎥⎦
.
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Pode-se verificar que
(︁
𝑄𝑇 𝐴𝑇

)︁
𝐴𝑄 = ΛTΛ, ou seja, (𝐴𝑄)𝑇 𝐴𝑄 = ΛTΛ. Fazendo 𝑊 =

𝐴𝑄, tem-se 𝑊 𝑇 𝑊 = ΛTΛ, sendo 𝑊 = [𝑤1, 𝑤2, . . . , 𝑤𝑟, . . . , 𝑤𝑚]. Como 𝑊 𝑇 𝑊 = ΛTΛ
conclui-se que

𝑤𝑇
𝑖 𝑤𝑖 =

⎧⎨⎩ 𝜆𝑖 𝑠𝑒 𝑖 ≤ 𝑟

0 𝑠𝑒 𝑖 > 𝑟

e 𝑤𝑇
𝑖 𝑤𝑖 se 𝑖 ̸= 𝑗 = 1, 2, . . . , 𝑚.

Se 𝑤𝑖 = 0 para 𝑖 > 𝑟, as primeiras linhas de 𝑊 são linearmente independentes. Logo,
concluí-se que 𝑟 ≤ 𝑛. Agora definindo

𝑝𝑖 = 1√
𝜆𝑖

𝑤𝑖 = 1√
𝜆𝑖

𝐴𝑞𝑖, 𝑖 = 1, 2, . . . , 𝑟,

então tomando 𝑝𝑟+1, 𝑝𝑟+2, . . . , 𝑝𝑚, se 𝑟 < 𝑛, ortogonais entre si e aos demais 𝑝
′
𝑖𝑠 tais que a

matriz 𝑛 × 𝑛

𝑃 = [𝑝1, 𝑝2, . . . , 𝑝𝑛] ,

seja ortogonal. Assim pela definição de 𝑝𝑖, vê-se que a expressão 𝑝𝑖

√
𝜆𝑖 = 𝐴𝑞𝑖 pode ser

expressa matricialmente por 𝑃Λ = AQ. Como 𝑄 é ortogonal, tem-se que 𝑄−1 = 𝑄𝑇 , o que
resulta em

𝐴𝑄 = 𝑃Λ =⇒𝐴 = 𝑃ΛQT.

Considerando apenas as 𝑟 primeiras linhas de 𝑃 , e as 𝑟 primeiras linhas de 𝑄, o resultado
ainda continua válido. O que finaliza a demonstração (FERREIRA, 2011).
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